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RESUMO

Os formalismos de representagdo do conhecimento como as ontologias tém se
mostrado uma poderosa ferramenta para melhorar a efetividade de sistemas de
processamento da linguagem natural, recuperagédo e filtragem de informacéo e
muitas outras tarefas. Além disso, as ontologias s&do essenciais para a Web
Semantica, uma nova geracao da Web que visa estruturar o conteudo da mesma de
modo que este possa ser processado de forma mais efetiva pelas maquinas.
Entretanto, os sistemas de conhecimento sofrem do problema conhecido como o
gargalo da aquisicdo do conhecimento, que nada mais € do que a dificuldade de
construcéo das bases de conhecimento. Uma abordagem para este problema é o
suporte automatico ou semi-automatico a construgdo de ontologias. Este campo de
pesquisa é conhecido como aprendizagem de ontologias. Este trabalho discute o
estado da arte das técnicas de aprendizagem de ontologias e propde uma
abordagem para o suporte ao processo de constru¢cdo de ontologias através da
automatizacdo da extragdo de hierarquias de conceitos a partir de fontes textuais. O
processo proposto é composto por duas técnicas, a PRECE (Probabilistic Relational
Concept Extraction) para a extragcdo de conceitos e a PREHE (Probabilistic
Relational Hierarchy Extraction) para a descoberta de relacionamentos taxondmicos
entre os conceitos extraidos pela PRECE. As duas técnicas fazem uso das Redes
Logicas de Markov, uma abordagem da aprendizagem probabilistica relacional que
combina a légica de primeira ordem com as redes de Markov. As técnicas PRECE e
PREHE foram avaliadas no dominio turistico comparando os seus resultados com

uma ontologia desenvolvida manualmente por especialistas neste dominio.

Palavras-chave: Aprendizagem de ontologias. Aquisigdo de conhecimento.

Aprendizagem estatistica relacional. Redes l6gicas de Markov.



ABSTRACT

Knowledge representation formalisms, such as ontologies, have proven to be a
powerful tool for enhancing the effectiveness of natural language processing,
information filtering and retrieval and so on. Besides these tasks, ontologies are also
crucial for the Semantic Web, a new generation of the Web that aims at structuring its
content in such a way that it can be more effectively processed by machines.
However, knowledge systems suffer from the so called knowledge acquisition
bottleneck, i.e. the difficulty in constructing knowledge bases. An approach for this
problem is to provide automatic or semi-automatic support for ontology construction,
a field of research known as ontology learning. This work discusses the state of the
art of ontology learning techniques and proposes and approach for supporting the
ontology construction process through the automatization of the concept hierarchy
extraction from textual sources. The proposed process is composed by two
techniques, namely PRECE (Probabilistic Relational Concept Extraction) and PREHE
(Probabilistic Relational Hierarchy Extraction). The PRECE technique extracts
ontology concepts from textual sources while the PREHE technique extracts
taxonomic relationships between the concepts extracted by PRECE. Both techniques
use Markov logic networks, an approach for statistical relational learning that
combines first order logic with Markov networks. The PRECE and PREHE techniques
were evaluated in the touristic domain and their results were compared with an

ontology manually developed by a domain expert.

Keywords: Ontology learning. Knowledge acquisition. Statistical relational learning.

Markov logic networks.
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1 INTRODUCAO

O conhecimento se tornou um fator importante de sucesso para as
organizagdes. Assim como o advento dos bancos de dados relacionais permitiu aos
sistemas de computacgdo lidar com a informacéo de forma mais efetiva, surgindo
assim os chamados Sistemas de Informacgéo, a utilizacdo de formalismos de
representacdo de conhecimento para a constru¢do de bases de conhecimento,
possibilitou o surgimento dos Sistemas de Conhecimento.

Uma abordagem para a representacdo de conhecimento € através das
ontologias. Elas sdo capazes de expressar um conjunto de entidades e seus
relacionamentos, restricbes e axiomas de um dado dominio. Uma vez que elas sao
formais, o conhecimento que elas representam pode ser facilmente processado
pelas maquinas. Elas possibilitam que o conhecimento seja reusado e compartilhado
por aplicacbes heterogéneas.

As ontologias possuem uma grande importancia para os modernos
sistemas de conhecimento, uma vez que ja mostraram ser uma poderosa ferramenta
para o processamento da linguagem natural (GIRARDI; IBRAHIM, 1995) (GIRARDI,
1995), filtragem de informagdo (MIDDLETON; SHADBOLT; ROURE, 2004)
(DRUMOND; GIRARDI; SILVA, 2008), recuperagcdao de informacdo (SILVA;
GIRARDI; DRUMOND, 2009) (VAILET; FERN ANDEZ; CASTELLS, 2005) além de
constituirem a espinha dorsal da Web Semantica (SHADBOLT; HALL; BERNERS-
LEE, 2006) (DRUMOND; GIRARDI, 2006).

A Web Semantica, uma nova geracdo da Web na qual a semantica dos
documentos, na maioria dos casos expressada apenas em linguagem natural, seria
expressada utilizando ontologias, é uma das maiores aplicagbes dessa modalidade
de representagdo de conhecimento. Assim, a Web Semantica é uma abordagem
para melhorar a efetividade do acesso a informacéo na Web.

Tradicionalmente, o desenvolvimento de bases de conhecimento (e de
ontologias) tem sido executado manualmente por especialistas de dominio e/ou
engenheiros do conhecimento. Contudo, esta € uma tarefa cara e sujeita a erros.
Esta dificuldade em tornar explicito o conhecimento implicitamente contido nos

textos, bases de dados ou mentes dos especialistas de dominio € conhecida como o
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gargalo da aquisigdo do conhecimento. Superar este problema €& crucial para o
sucesso das aplicagdes de conhecimento.

O desenvolvimento rapido e barato de ontologias € crucial para o sucesso
dos sistemas de conhecimento, em especial, para a Web Semantica. Uma
abordagem para este problema é o suporte automatico ou semi-automatico a
construgéo de ontologias. Este campo de pesquisa € conhecido como aprendizagem
de ontologias (BUITELAAR; CIMIANO; MAGNINI, 2005) (CIMIANO; VOLKER;
STUDER, 2006) (CIMIANO, 2006) (DRUMOND; GIRARDI, 2008).

Muitas técnicas para a aprendizagem de ontologias a partir de fontes
textuais tém sido propostas. Grande parte delas se baseiam em analise linguistica
(HEARST, 1992) (SNOW; JURAFSKY; NG, 2005) e estatistica (HARRIS, 1968)
(MAEDCHE. STAAB, 2004) (ZAVITSANOS et al., 2007) e fazem uso de tarefas da
aprendizagem de maquina como o agrupamento (CIMIANO; HOTHO; STAAB,
2004b) (ZHAO; KARYPIS, 2002).

As técnicas de aprendizagem estatistica apresentam a vantagem de lidar
muito bem com o ruido presente em textos em linguagem natural. Contudo, elas
assumem que os termos ndo apresentam relacionamento entre si. Geralmente elas
consideram apenas atributos das palavras, como a parte do discurso ou a
frequéncia. Os relacionamentos entre as palavras tais como a hiperonimia,
hiponimia e as dependéncias sintaticas, podem ser explorados por técnicas de
aprendizagem relacional, que, por sua vez, ndo sé&o capazes de lidar com o ruido
advindo da ambiguidade da linguagem natural.

A aprendizagem estatistica relacional (RAEDT; KERSTING, 2003)
(NEVILLE; RATTIGAN; JENSEN, 2003) (POPESCUL et al., 2003) figura como uma
abordagem viavel a este problema, uma vez que ela combina o poder expressivo
dos formalismos de representagdo de conhecimento utilizados pela aprendizagem
relacional com as abordagens de aprendizagem probabilistica.

Este trabalho propde uma abordagem para o suporte ao processo de
construcéo de ontologias através da automatizacéo da extracdo de hierarquias de
conceitos a partir de fontes textuais. O processo proposto € composto por duas
técnicas, a PRECE (Probabilistic Relational Concept Extraction), para a extragdo de
conceitos e a PREHE (Probabilistic Relational Hierarchy Extraction), para a
descoberta de relacionamentos taxondmicos entre os conceitos extraidos pela
PRECE. As duas técnicas fazem uso das Redes Loégicas de Markov (RICHARDSON,;
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DOMINGOS, 2006), uma abordagem da aprendizagem probabilistica relacional que
combina a légica de primeira ordem com as redes de Markov. As técnicas PRECE e
PREHE foram avaliadas no dominio turistico comparando os seus resultados com

uma ontologia desenvolvida manualmente por especialistas neste dominio.

1.1 Objetivos

O objetivo geral deste trabalho é contribuir para a resolugéo do problema
do gargalo da aquisicdo de conhecimento através de uma técnica para o suporte
automatizado ao desenvolvimento de ontologias a partir de fontes textuais.

Para alcancar esse objetivo geral, planeja-se atingir os seguintes objetivos
especificos:

a) Contribuir com a implantacdo da Web Semantica, através da
automatizagdo parcial da conversdo do conhecimento presente nas
paginas atuais para uma representagao ontolégica;

b) Revisar e avangar na compreenséo do estado da arte das técnicas de
aprendizagem de ontologias;

c) Compreender e avancar nas técnicas de aprendizagem estatistica
relacional, compreendendo como tais técnicas podem ser utilizadas na
melhoria da efetividade da aprendizagem de ontologias a partir de
fontes textuais;

d) Desenvolver e avaliar uma técnica para a extragdo de conceitos e outra
para a extracdo de hierarquias a partir de fontes textuais, ambas

baseadas na aprendizagem estatistica relacional.

1.2 Estrutura da dissertagao

Este trabalho, incluindo esta introducédo, esta estruturado em seis
capitulos. No Capitulo 2 é apresentada uma revisdo do estado da arte da

aprendizagem de ontologias a partir de fontes textuais. Em primeiro lugar é
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apresentada a definicdo para o termo “ontologia” utilizada durante todo este
trabalho. Em seguida a tarefa de aprendizagem de ontologias é definida e sua
divisdo em camadas é apresentada. Algumas das principais abordagens utilizadas
em cada uma das camadas da aprendizagem de ontologias sao discutidas. Por fim,
este capitulo traz uma discussao sobre os métodos para avaliagéo de ontologias.

No Capitulo 3, a aprendizagem estatistica relacional é definida. Neste
capitulo, sado apresentadas as redes logicas de Markov, a abordagem de
aprendizagem estatistica relacional utilizada neste trabalho. S&o discutidos os
conceitos basicos acerca da légica de primeira ordem e das redes de Markov,
essenciais para a compreensao das légicas de Markov. Por fim as redes logicas de
Markov s&do apresentadas e algoritmos para inferéncia e aprendizagem destes
modelos s&o discutidos.

O Capitulo 4, parte central deste trabalho, apresenta as técnicas PRECE
(Probabilistic RElational Concept Extraction) e PREHE (Probabilistic RElational
Hierarchy Extraction) para a extracdo de conceitos e hierarquia de conceitos
respectivamente. As duas técnicas sao integradas em um processo que também
envolve uma fase de pré-processamento do corpus de texto, uma fase de pods-
processamento dos resultados obtidos e uma fase de aprendizagem. Cada uma
dessas fases é discutida em detalhe neste capitulo.

A avaliacdo das técnicas PRECE e PREHE é apresentada no Capitulo 5.
Neste capitulo sdo descritos os dados utilizados na avaliagcdo, a metodologia de
avaliagcédo e as medidas consideradas. Por fim sdo apresentados os resultados
obtidos, acompanhados de uma discusséo sobre 0s mesmos.

No ultimo capitulo, as conclusdes do trabalho sao apresentadas, incluindo
as contribuicbes das técnicas propostas, as limitagbes que as mesmas ainda
possuem e que precisam ser superadas e as perspectivas de trabalhos relacionados

que estdo sendo ou que serao desenvolvidos no futuro.
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2 APRENDIZAGEM DE ONTOLOGIAS

Este capitulo apresenta uma revisao do estado da arte da aprendizagem
de ontologias, o problema tratado neste trabalho, e esta organizado como segue. A
Secao 2.1 apresenta a definicdo de ontologia utilizada aqui. A Sec¢éo 2.2 define o
problema da aprendizagem de ontologias a partir de fontes textuais e discute
algumas das abordagens propostas na literatura. O problema da avaliagédo de
ontologias é discutido na Secdo 2.3. Por fim, a Sec¢do 2.4 apresenta as

consideracgdes finais do capitulo.

2.1 Ontologias

Para definir a tarefa de aprendizagem de ontologias é necessario primeiro
definir o que é uma ontologia. Existem varias definicbes para este termo e algumas
delas podem ser encontradas em (BIEMANN, 2005). Para os objetivos deste
trabalho, o termo ontologia sera utilizado segundo a definicdo proposta nesta secéo.

De acordo com Russel e Norvig (2003), o termo “ontologia” diz respeito a
uma teoria sobre a existéncia. A Inteligéncia Artificial considera as ontologias como
especificacbes formais de conceitos de um dominio de interesse, onde seus
relacionamentos, restricbes e axiomas sao expressados definindo assim um
vocabulario comum para compartilhar o conhecimento (GRUBER, 1995).

Uma ontologia € composta por um lado de conceitos e relacionamentos
taxondmicos (que definem uma hierarquia de conceitos) e ndo taxonémicos entre
eles e por outro por instancias dos conceitos e assergbes sobre as mesmas. Ela
deve ser formal e, portanto, compreensivel para os agentes e outras entidades
computacionais. Desta forma, as ontologias podem fornecer um vocabulario comum
entre varias aplicagcbes e por isso também devem ser compartilhadas. Esta estrutura
de representacdo de conhecimento, normalmente, consiste de um conjunto de
classes organizadas hierarquicamente descrevendo um dominio. Mais formalmente,

uma ontologia pode ser definida de acordo com a equacéo 1.
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O0=(CHIRPA) (1)

Onde:

a) C = C¢u ' é o conjunto de entidades da ontologia, i.e., ele representa
as entidades do dominio sendo modelado. Sao designados por um ou
mais termos em linguagem natural. O conjunto C¢ é formado por
classes, ou seja, conceitos que representam entidades genéricas que
descrevem um conjunto de objetos (por exemplo, “Pessoa” € C°)
enquanto o conjunto C! é formado por instancias, ou seja, entidades
Unicas no dominio (por exemplo “umberto eco” € C!);

b) H = {tipo_de(cy,c;)|c; ECAc, ECC} é o conjunto das relagdes
taxondmicas entre os conceitos. Tais relagdes definem a hierarquia de
conceitos e sdo denotadas por tipo_de(cy, c;) significando que ¢; € um
tipo de c¢,. Um exemplo desse relacionamento é tipo_de(Autor, Pessoa);

c) I ={é_um(cy,cy)|c; ECT Ac, €CC} € o conjunto de relacionamentos
entre classes e instancias (relacionamento “¢ um”) de uma ontologia,
por exemplo é_um(UmbertoEco, Autor);

d) R = {rely (c1,¢3 ...,c) |Vi, ¢c; € C} é o conjunto de relacionamentos
que n&o sao nem taxondmicos nem de instanciagdo entre classes e
instancias de uma ontologia. Alguns exemplos sao
escreve(Autor, Livro) e escreve(UmbertoEco,oNomedaRosa);

e) P = {propy (c;, tipo/valor) | c; € C} é o conjunto de propriedades das
entidades de uma ontologia. Tais propriedades relacionam conceitos a
um tipo basico de dados, como inteiro, real ou string, ou podem
relacionar instancias a valores especificos dos tipos de dados. Alguns
exemplos sdo idade(Pessoa, Inteiro) e idade(joao, 30);

f)y A= {Condition, = conclusion, (cy,c,, .. ¢,)|V;, ¢;€CC} & um
conjunto de axiomas, regras que permitem checar a consisténcia da
ontologia e deduzir novos conhecimentos através de algum mecanismo
de inferéncia. O termo Condition, €é dado por: Condition, :=
{(cond,, cond,, ..., cond,)| V,,cond, € H UI U R}. Por exemplo:

{comprou(Cliente, Livrol), autor (Autor, Livrol),

autor (Autor, Livro2 )} — provavel-comprador (Cliente, Livro2).
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Para esclarecer esta definicdo, tomemos como exemplo uma ontologia de
uma livraria. A ontologia aqui mostrada é bem restrita, apenas para ilustrar a
definicdo apresentada. Uma livraria vende livros e lida com pessoas, que podem ser
autores ou clientes. Os autores escrevem livros, enquanto os clientes compram os
livros e tém interesse por seus autores. A partir desta descricdo identifica-se a
ontologia a seguir, também mostrada na Figura 1.
a) C¢ = {pessoa, autor, cliente, livro}
b) ¢! = {UmbertoEco, ONomeDaRosa, Joao}
c) H = {tipo_de(raiz, pessoa), tipo_de(raiz, livro), (pessoa, cliente),
(pessoa, autor)}
d) I = {é_um(UmbertoEco, Autor),é6_um(ONomeDaRosa, Livro),
é_um(Joao, Cliente)}
e) R = {tem_interesse(cliente, autor), compra(cliente, livro),
escreve(autornlivro),escreve(UmbertoEcoONomeDaRosa)}
f) P = {preco(Livro, Real),preco(oNomedaRosa, 15.82)}
g) A = {compra(cliente,, livro,),escreve(autory,livro,)} =

tem_interesse(cliente,, autor;)

Tipo_de

Pessoa

Tipo_de

prego

escreve

escreve

Nome da
Rosa

Umberto Eco

Figura 1 - Exemplo de ontologia

Cada conceito, instancia e relagdo de uma ontologia possui um

identificador unico. Além disso, os conceitos, instancias e relagcdes em um dominio
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sdo referenciados por um ou mais termos em linguagem natural. Por isso, algumas
abordagens para aprendizagem de ontologias utilizam um lexicon, uma estrutura
auxiliar utilizada para mapear termos em linguagem natural a conceitos, relagdes e

instdncias em uma ontologia. Um lexicon é definido de acordo com a equacgao 2.

L= (LI IR, F,G,K) (2)

Um lexicon L é formado pelos conjuntos de entradas léxicas para
conceitos L¢, instancias L' e relagbes L? bem como dos relacionamentos F € L¢ x C¢
associando uma entrada léxica a um determinado conceito, K € L' x C', associando
uma entrada léxica a uma determinada instancia e G € LR x R associando uma

entrada léxica a uma relagéo.

2.2 Aprendizagem de ontologias a partir de fontes textuais

A tarefa da aquisicdo de conhecimento é representar através de um
formalismo o conhecimento implicito presente em uma ou mais fontes. O termo
aprendizagem de ontologias refere-se ao suporte automatico ou semi-automatico a
construgdo de uma ontologia, enquanto o suporte automatico ou semi-automatico a
instanciacdo de uma dada ontologia € chamado de povoamento de ontologia
(BUITELAAR; CIMIANO; MAGNINI, 2005). Juntos, a aprendizagem e o povoamento
de ontologias constituem uma abordagem para automatizar a aquisicdo de
conhecimento através da descoberta de conhecimento em diferentes fontes de
dados e representando-o através de ontologias.

De acordo com Benz (2007) ha dois aspectos fundamentais da
aprendizagem de ontologias. O primeiro é a disponibilidade de conhecimento prévio,
que pode ser na forma de uma ontologia a ser estendida ou pode ser transformado
na primeira versado da ontologia. Tal versao é entdo estendida automaticamente por
procedimentos de aprendizagem ou manualmente pelo engenheiro de conhecimento
(DELLSCHAFT, 2005).
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O outro aspecto € o formato das fontes de dados a partir das quais se
deseja extrair conhecimento. Existem trés diferentes tipos de fontes de dados
(BENZ, 2007):

a) fontes desestruturadas: documentos em linguagem natural, como
documentos PDF, Word e como a maioria das paginas da Web
tradicional;

b) fontes semi-estruturadas: dicionarios e folksonomias;

c) fontes estruturadas: esquemas de bancos de dados.

Algumas abordagens para a aprendizagem de ontologias a partir de

fontes estruturadas (LEHMANN; HITZLER, 2007) e semi-estruturadas (BENZ, 2007)
(MARINHO; BUZA; SCHMIDT-THIEME, 2008) (WU; WELD, 2008) foram propostas e
apresentaram bons resultados. Contudo, apesar de tais abordagens proverem um
determinado suporte ao desenvolvimento de ontologias, a maior parte do
conhecimento disponivel, especialmente na Web, estd na forma de textos em
linguagem natural (MAEDCHE; STAAB, 2001). Por isso, a aprendizagem de
ontologias a partir de fontes textuais (BIEMANN, 2005)(CIMIANO, 2006) € um ponto
central para algumas areas como o estabelecimento da Web Semantica e constitui o

foco deste trabalho.

2.2.1 O Processo de aprendizagem de ontologias

Antes de apresentar algumas abordagens existentes para a
aprendizagem de ontologias, convém discutir um modelo genérico para a
aprendizagem de ontologias baseada na aprendizagem de maquina. Tal modelo é
mostrado na Figura 2.

A utilizacdo da aprendizagem de maquina na aprendizagem de ontologias
consiste em aplicar algoritmos de mineragcdo de dados aos textos para detectar
padrdes recorrentes que possam ser mapeados para uma ontologia. Entretanto, os
algoritmos de aprendizagem de maquina s&o normalmente aplicados a dados
estruturados, uma vez que a mineracdo de dados visa a descoberta de
conhecimento em bases de dados estruturadas. Por isso o corpus de onde se

deseja extrair a ontologia € primeiramente pré-processado.
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Corpus Pré. Mineragao Pés- Ontologia
— — De — . S
Processamento Dados Processamento

Figura 2 - Mgde_lo do Processo de aprendizagem de ontologias baseado na aprendizagem de
maquina

O pré-processamento visa extrair dos textos em linguagem natural, dados
que possam ser utilizados como entrada para o processo de mineragédo de dados.
Para isso s&o utilizadas técnicas de Processamento da Linguagem Natural e analise
estatistica. Através do processamento da linguagem natural é possivel extrair
informacdes |éxicas e sintaticas sobre os termos. A analise estatistica permite extrair
dados baseados na freqiiéncia com que os termos aparecem no corpus Ou em
determinados documentos, bem como dados de co-ocorréncia de termos (termos
que ocorrem freqiientemente juntos).

A seguir os dados extraidos sdo utilizados como entrada para um
processo de mineragdo de dados para descobrir e reconhecer padrbes que possam
ser utilizados, por exemplo, no agrupamento de termos com significados
semelhantes ou na classificacdo de um termo como referente a uma classe ou uma
instancia de uma ontologia.

Por fim, o resultado da mineragcdo de dados € organizado e escrito em

uma linguagem de especificacdo de ontologias na fase de pds-processamento.

2.2.2 Camadas do processo de aprendizagem de ontologias

Apesar de ndo haver um consenso quanto as etapas do processo de
desenvolvimento de ontologias, Buitelaar, Cimiano e Magnini (2005) organizam os
aspectos e tarefas deste processo de desenvolvimento em um conjunto de camadas,
como mostra a Figura 3.

De acordo com a equacdo 1, uma ontologia consiste basicamente de
conceitos, relacionamentos entre eles e axiomas. Para identificar os conceitos de um

dominio, & necessario primeiramente identificar os termos em linguagem natural que
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se referem a eles. A identificacdo de sinGnimos contribui para evitar conceitos
redundantes uma vez que dois ou mais termos em linguagem natural podem
representar o mesmo conceito. Os termos s&o a fonte para identificar os conceitos

que far&o parte da ontologia, i.e. o conjunto C¢ da equacéo 1.

[ Axiomas (A)

[ Relagges (R)

[ Propriedades (P)

[ Hierarquia (H)

FAS SN rL SN, L. N

[ Conceitos (C)

[ Sinonimos

N

[ Termos

s

Figura 3 - Camadas do Processo de Desenvolvimento de Ontologias adaptadas de Buitelaar, Cimiano
e Magnini (2005)

O proximo passo é identificar as relagbes taxondmicas (generalizagao e
especializagéo) entre os conceitos. O produto desta tarefa é o conjunto H. Também
€ necessario identificar as relagbes ndo taxondmicas entre o0s conceitos,
determinando assim o conjunto R. Alguns autores consideram também a aquisi¢cao
dos axiomas que irdo constituir o conjunto A.

Cada uma das camadas da Figura 3 representa um subproblema da
aprendizagem de ontologias. A seguir cada subproblema sera definido bem como as

respectivas solugdes propostas na literatura.

2.2.2.1 Termos e sinbnimos

Um documento em linguagem natural pode ser visto como um conjunto
ordenado de termos. Os termos constituem a base do processo de aprendizagem de
ontologias uma vez que cada termo possui um significado que pode ser um conceito
ou um relacionamento relevante para o dominio em questdo. O objetivo desta

primeira etapa do processo de aprendizagem de ontologias € identificar quais destes
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termos possuem um significado relevante para as etapas subseqientes, ou seja,
aprender os conjuntos L, L?, e If, da equag&o 2.

Os métodos para realizar esta tarefa se utilizam de analise estatistica e
linguistica. Em geral, ambas as abordagens s&o utilizadas de forma combinada
realizando-se um pré-processamento lingtiistico e aplicando-se técnicas estatisticas
apenas sobre o resultado deste processamento.

Os métodos estatisticos para a extragcdo de termos vém em geral das
técnicas de recuperacao de informacao (SALTON; BUCKLEY, 1987). Tais métodos
sdo baseados na idéia de que um termo que aparecga freqlientemente na colecao de
documentos indica um conceito relevante do dominio em questdo. Entretanto, a
pesquisa em recuperacdo de informacédo mostra que ha métodos mais eficazes para
a ponderacdo de termos que a simples contagem da frequéncia dos termos. Uma
medida simples e muito utilizada é a TF-IDF (SALTON; BUCKLEY, 1987) que
considera a frequéncia direta dos termos e a freqiiéncia inversa.

Sejam freq,; o numero de vezes que o termo t aparece no documento dj
e df; o numero de documentos da cole¢cdo D onde o termo t ocorre, a medida TF-IDF

€ definida pela equacgao 3.

D
TF —IDF,; = freq; *log (—ldfl) (3)
t

A equacdo 4 computa a relevancia de um termo para um dado
documento. A relevancia de um termo para o corpus todo geralmente € considerada
como a soma da relevancia do termo para cada documento no corpus (MAEDCHE;

STAAB, 2004) assim como na equagao 4.

Relevancia; = z TF —IDF,; (4)

IED

A descoberta de sinbnimos é util para evitar a formagcdo de conceitos
redundantes. Uma abordagem comum para esta tarefa é a utilizagdo de técnicas de
agrupamento. Para tanto, a similaridade entre os termos pode ser calculada através
de métodos estatisticos, como os baseados na co-ocorréncia, na hipotese

distribucional de Harris (HARRIS, 1968), que diz que palavras similares tendem a
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aparecer em contextos similares ou utilizando medidas de similaridade semantica na
estrutura do WordNet (FELLBAUM, 1998) (RESNICK, 1999).

2.2.2.2 Conceitos

O objetivo desta fase € aprender o conjunto C¢ . Entretanto, a extracdo de
conceitos a partir de texto € uma tarefa controversa pois ndo esta claro o que € um
conceito. Segundo Buitelaar, Cimiano e Magnini (2005) um conceito pode ser
definido pela sua intensdo, ou seja, uma descricdo formal do mesmo, pela sua
extensdo que é o conjunto de instancias do conceito ou pelas suas realizagbes
Iéxicas, conjunto de termos em linguagem natural que o designam.

A extracdo da intensdo do conceito a partir de texto € normalmente
abordada através da Programacgao em Logica Indutiva (LEHMANN; HITZLER, 2007)
e através da Analise Formal de Conceitos (CIMIANO; HOTHO; STAAB, 2004b) (FCA
do inglés Formal Concept Analysis).

A Analise Formal de Conceitos € um método utilizado para a analise de
dados. Os dados séo estruturados em unidades que sao abstragdes dos conceitos
presentes no pensamento humano. Cada unidade dessas € descrita como um
conjunto de objetos e seus respectivos atributos. Mais formalmente, a FCA analisa a
correlacdo entre os objetos G e suas caracteristicas M. As caracteristicas s&o
associadas aos objetos através de uma relagcé&o binaria I € G x M. Um conceito
formal € uma relacao bijetiva (A,B)talque A € Ge B < M.

Na aplicacdo da FCA para a extracao de conceitos, os objetos G sdo os
termos extraidos e as caracteristicas M, os verbos com os quais eles se relacionam.
Termos que aparecem freqientemente no corpus como sujeitos dos mesmos verbos
sdo agrupados em um mesmo conjunto. Como sera visto mais adiante a FCA
também pode ser utilizada para extrair a hierarquia dos conceitos.

A aprendizagem de conceitos através de suas realizagdes lingUisticas
normalmente é realizada através de técnicas de agrupamento. Uma abordagem
muito utilizada é o agrupamento hierarquico (ZHAO; KARYPIS, 2002) utilizada

também para a extracéo de hierarquia de conceitos.
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Outro grupo de abordagens para a extragdo de conceitos através de suas
realizacbes léxicas é composto pelas abordagens baseadas na analise semantica
latente probabilistica (HOFMANN, 2001), um modelo probabilistico que descreve os
topicos presentes nos documentos de um corpus como distribuicbes de
probabilidade sobre os termos. Em Zavitsanos et al. (2007), cada toépico extraido é

mapeado para um conceito da ontologia.

2.2.2.3 Hierarquias de conceitos

Esta etapa do processo de aprendizagem de ontologias é de longe a mais
pesquisada e mais avangada. Aqui o objetivo é extrair o conjunto H a partir do
corpus e dos conceitos extraidos na etapa anterior. Novamente, entre as
abordagens propostas se destacam as linguisticas e as estatisticas, quase sempre
com o apoio de alguma técnica de aprendizagem de maquina.

Uma das abordagens linglisticas € o uso de padrdes léxico-sintaticos
para identificar relagbes de hiperonimia no texto. Os relacionamentos de hiperonimia
indicam uma generalizagédo entre os termos, como acontece entre os termos
automovel e carro, uma vez que todo carro é um tipo de automovel. Dentre estes
padrées destacam-se os padrdoes de Hearst (HEARST, 1992). Hearst definiu alguns
padrées como “Ws tais como Xs, Ys e Zs”, “Xs, Ys e outros Zs”. Por exemplo a frase
“carros, motocicletas e outros automoéveis” indica a existéncia de relacionamentos
taxondmicos entre os conceitos indicados por carros, motocicletas e automoveis, i.e,
tipo_de(carro, automovel) e tipo_de(motocicleta,automovel). Algumas extensdes
foram propostas a esta abordagem (IWANSKA; MATA; KRUGER, 2000) (SNOW;
JURAFSKY; NG, 2005). O grande problema destas abordagens é que, como tais
padrées aparecem com pouca freqiéncia nos documentos, elas, em geral, extraem
uma baixa porcentagem dos relacionamentos presentes no corpus (CIMIANO;
VOLKER; STUDER, 2006).

Outra classe de abordagens para a extracao da hierarquia de conceitos é
composta por aquelas baseadas em agrupamento (MAEDCHE; STAAB, 2004).
Dentre estas abordagens destacam-se aquelas que utilizam agrupamento
hierarquico (CARABALLO, 1999) (FAURE; NEDELLEC, 1999). Tais métodos podem
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ser divididos em aglomerativos e particionais. As técnicas de agrupamento
hierarquico séo ilustradas na Figura 4.

As abordagens aglomerativas constroem a hierarquia "de baixo para
cima”. Elas partem do principio de que cada termo € por si s6 um grupo. Entdo
grupos maiores sao formados iterativamente fundindo grupos similares até que um
critério de parada seja alcangado. J4 nas abordagens particionais, o conjunto de
todos os termos € considerado um Unico grupo que ¢ iterativamente particionado em
grupos menores de termos mais similares, sendo essa uma abordagem para a
construgéo da hierarquia "de cima para baixo”. Os grupos sao entdo mapeados para
conceitos e a fusdo de grupos em um grupo maior indica um relacionamento
taxondmico, extraindo-se assim a hierarquia de conceitos. Estas técnicas em geral
sdo muito ruidosas, i.e. recuperam muitas relagbes taxonémicas que ndo existem,
por isso tém-se adicionado a elas algum tipo de supervisdo no processo de
agrupamento (FAURE; NEDELLEC, 1999) (CIMIANO; STAAB, 2005).

League Confederation A
City-state  ynion g
D Developing Country g
i //’ \\\ 0
v # i
i y e League m
S Confederation e
g City-state Union r
| Developing Country 7 ™
\) / By a
; \\ .’!' 5 t
e / ’ League .
/;’ 3 / Confederation !
i / \\ !'/ \ ¥
/ A ik / \ e
| City-state | | Developing Country I | Unionl | League ”Confederationl

Figura 4 - Técnicas de agrupamento hierarquico para a aprendizagem de ontologias

Ha também outro tipo de agrupamento, o agrupamento conceitual.
Trabalhos neste sentido tém-se baseado na Analise Formal de Conceitos (CIMIANO;
HOTHO; STAAB, 2004b). A hierarquia de conceitos é extraida a partir de uma

ordenacédo nos conceitos formais. Esta ordenacgdo é definida na equacgao 5.

(41,B1) < (4,,B,) & A; S A, (9)



28

Uma vez que o corpus esteja representado através deste formalismo, os
conceitos formais sdo mapeados para a os conceitos da ontologia e as relagbes
taxonbmicas extraidas a partir da ordenacao dos mesmos. Por exemplo (4,,B;) <
(A4,, B,) significa que o conceito definido por (4,,B,) € uma generalizagdao do
conceito definido por (4,,B;). Deste modo, dado o contexto formal da Tabela 1,
exemplo dado em (CIMIANO; HOTHO; STAAB, 2004b), extrai-se a hierarquia da
Figura 4 construida segundo a equagao 5. Na Tabela 1 as linhas s&o grupos de
objetos (e.g. hotel se refere a todos os hotéis) e as colunas representam
caracteristicas. Um X indica que um grupo de objetos possui uma caracteristica. Por

exemplo, um apartamento, um carro e uma bicicleta podem ser alugados (rentable).

Tabela 1 - Exemplo de contexto formal no dominio turistico

bookable rentable driveable rideable | joinable
Hotel X
Apartment X X
Car X X X
Bike X X X X
Excursion X X
Trip X X
-<b00kable>
e

B

Bl | e
Comapte ) Cwa > (rematle
/\__ _/

chrs;:_nl > C___lrrlp_;) <dr|veable\ ﬂI‘artmen>

o D

Figura 5 - Exemplo de hierarquia gerada a partir da FCA (CIMIANO; HOTHO; STAAB, 2004b)
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2.2.2.4 Relacionamentos

Alem das relagbes taxon6micas e das relagbes de instanciagdo existem
outros tipos de relagdes como, por exemplo, as relagbes “parte de” e outras
especificas de cada dominio. Estas relagdes constituem o conjunto R. A aquisicéo
do conjunto P das propriedades, € abordada junto com o conjunto R na literatura.

O trabalho na extragcéo de relagbes a partir de texto tem sido influenciado
pela mineracédo de dados. Uma técnica da mineragcéo de dados muito utilizada nesse
contexto sdo as regras de associagdes (AGRAWAL; IMIELINSKI; SWAMI, 1993).
Essas técnicas visam descobrir associacbes entre grandes itens de dados. No
contexto da aprendizagem de ontologias a aprendizagem de regras de associagéo é
aplicada sobre as estruturas sintaticas e/ou sobre as co-ocorréncias estatisticas. As
associagdes descobertas entre os itens de dados s&o mapeadas para as relagdes
nao taxonémicas do conjunto R. Esta abordagem & descrita em (MAEDCHE;
STAAB, 2000).

Novamente as abordagens linglisticas mostram seu valor para a
aprendizagem de ontologias. Alguns trabalhos consideram que os verbos que
aparecem nos textos sdo indicadores de relacionamentos entre seus argumentos
(sujeito e objeto) como em (CIARAMITA et al., 2005). Por exemplo, a sentenga “um
professor ensina uma disciplina” significa que ha um relacionamento, indicado pelo

verbo ensina entre o sujeito professor e o objeto disciplina.

2.2.2.5 Axiomas

A extracédo de axiomas a partir de texto ainda € um problema ainda pouco
estudado e, uma vez que as técnicas propostas ainda n&o apresentam resultados
satisfatérios, este € considerado ainda um problema em aberto. Ele pode ser
classificado em dois problemas distintos. Por um lado esta atividade pode ser vista
como a instanciagdo de esquemas de axiomas previamente definidos. Tais axiomas
sdo aqueles comumente utilizados na engenharia de ontologias (CIMIANO, 2006)

como, por exemplo, a disjuncéo e a equivaléncia para os conceitos e a transitividade
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e simetria para as relagdes. Um trabalho nesse sentido é apresentado em Haase e
Volker (2005). Esta abordagem é baseada em padrdes linguisticos. Ela assume que
termos que aparecem em expressbes como "homens e mulheres® tém alta
probabilidade de serem disjuntos.

Por outro lado a extracdo de axiomas pode ser vista como a
aprendizagem dos mesmos e n&o apenas a sua instanciagdo. Existem poucas
abordagens propostas. Uma delas é a utilizada no sistema HASTI (SHAMSFARD;
BARFOROUSH, 2002), onde axiomas em sentengas condicionais e quantificadas
em linguagem natural sdo traduzidos para axiomas em uma linguagem légica formal.
Para isto usa-se uma abordagem semelhante aos padrdes de Hearst para a busca
de padrbées no texto que indiquem a presenga de sentencas condicionais e

quantificadas.

2.3 Avaliacao de ontologias

Comparar técnicas para a aprendizagem de ontologias n&o € uma tarefa
trivial. Para um dado dominio ndo ha uma possibilidade unica de conceitualizagéo
(SMITH, 2003) e cada uma das possibilidades existentes podem ser mais ou menos
Uteis para determinadas tarefas e ainda assim serem justificaveis (BIEMANN, 2005).
Além disso, ndo existe uma definigdo clara do conhecimento que deve ser adquirido
(BREWSTER et al., 2004).

Apesar da avaliagdo das técnicas de aprendizagem de ontologias ainda
ser um problema em aberto, ja existem trabalhos nessa dire¢cdo. Em (SHAMSFARD;
BARFOROUSH, 2003) duas abordagens basicas para a avaliagdo dessas técnicas
sdo discutidas: a avaliagdo dos métodos de aprendizagem utilizados e a avaliagao
da ontologia aprendida. Entretanto, por causa da dificuldade de medir o grau de
correcao dos procedimentos de aprendizagem, a primeira abordagem é menos
utilizada (SHAMSFARD; BARFOROUSH, 2003).

De acordo com Dellschaft e Staab (2006), as ontologias resultantes
podem ser comparadas avaliando-as em uma aplicagéo executavel, por avaliacéo a
posteriori por especialistas ou pela comparacgao dos resultados aprendidos com uma

ontologia de referéncia pré-definida.
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As ontologias aprendidas automaticamente sdo uteis na medida em que
melhoram a efetividade dos sistemas nos quais elas sdo empregadas. Assim, a
comparacéao de ontologias em uma aplicacdo executavel visa medir a efetividade de
um sistema que utiliza as ontologias sendo avaliadas. A vantagem desta abordagem
€ que é possivel utilizar aplicagbes com métodos de avaliagbes simples e diretos.
Por exemplo, uma comparacgao de hierarquias de conceitos no contexto da tarefa de
desambiguar o sentido de palavras € mostrado por Agirre et al. (2000) e no contexto
do agrupamento de texto por Bloehdorn, Cimiano e Hotho (2006). Entretanto os
resultados de tal avaliagdo mostram se uma ontologia € adequada a uma tarefa mas
¢é dificil generalizar esta concluséo para outras tarefas. Outra desvantagem dessa
abordagem é que outros fatores podem ter impacto na saida do sistema e, algumas
vezes a ontologia €, de fato, uma parte pequena do sistema e que pouco impactua
nos seus resultados (BRANK; GROBELNIK; MLADENIC, 2005).

A avaliagdo manual tem suas vantagens, uma vez que espera-se que 0S
especialistas conhecam os conceitos de relacionamentos dos seus dominios de
atuacao e, portanto, eles sdo supostamente capazes de dizer se uma dada ontologia
representa bem o dominio ou nao.

Apesar da avaliagdo de ontologias a posteriori por especialistas e sua
avaliacdo em uma aplicacédo terem suas vantagens, elas também apresentam
problemas. Por exemplo, a avaliagdo manual € subjetiva e demorada. Além disso,
estes dois métodos n&o sao viaveis para avaliacdes em larga escala (DELLSCHAFT;
STAAB, 2006). Assim, a comparagao com uma ontologia de referéncia (CIMIANO et
al., 2005) é uma alternativa plausivel. Um trabalho primario na comparac¢ao de duas
ontologias € mostrado em Maedche e Staab (2002). Dellschaft e Staab (2006)
apresentam um framework para a avaliacdo de aprendizagem de ontologias
baseado em uma ontologia de referéncia.

Entretanto, como se pode afirmar que uma ontologia € boa o suficiente
para ser uma ontologia de referéncia? A ontologia de referéncia € uma ontologia
feita a mé&o, desenvolvida pelos mesmos processos custosos e propensos a erros
que a aprendizagem de ontologias tenta evitar. Se a ontologia de referéncia
apresentar problemas de modelagem, o método de avaliagdo recompensa
ontologias com problemas similares e penaliza ontologias com conceitos ou

relacionamentos que nao aparecem na ontologia de referéncia.
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Ao invés de comparar uma ontologia com outra ontologia feita a mao, as
abordagens dirigidas aos dados (BREWSTER et al., 2004) (PATEL et al., 2003)
comparam as ontologias aprendidas com os dados existentes. Por exemplo, em
Brewster et al. (2004) um conjunto de termos foi extraido de um corpus de
documentos utilizando anélise semantica latente de modo que a adequacéo da
ontologia ao corpus pudesse ser medida pela interse¢ao entre os termos extraidos e

os termos que aparecem na ontologia.

2.4 Consideracgoes finais

Este capitulo apresentou uma revisao do estado da arte das técnicas para
a aprendizagem automatica de ontologias a partir de fontes textuais. Foi também
apresentada a definicdo de ontologia considerada no decorrer deste trabalho. A
aprendizagem de ontologias foi apresentada ndo como uma Unica tarefa mas
dividida em sub-tarefas organizadas em camadas como na Figura 3. Este trabalho
se concentra nas camadas de conceitos e de hierarquias.

A partir da discussdo apresentada aqui € possivel perceber que as
técnicas para aprendizagem de ontologias se baseiam na aprendizagem de maquina
e no processamento da linguagem natural. Uma possibilidade para aumentar a
efetividade dos métodos propostos baseia-se no fato de que o processamento da
linguagem natural revela relacionamentos entre os termos como as relagbes de
hiperonimia descobertas pelos padrées de Hearst e os relacionamentos sintaticos
revelados pela analise sintatica. Abordagens de aprendizagem relacional
representam de forma compacta e elegante esses relacionamentos, mas nao
conseguem lidar de forma efetiva com o ruido presente nos textos em linguagem
natural. Abordagens de aprendizagem estatistica, por sua vez, lidam bem com o
ruido presente nos textos, mas negligenciam os relacionamentos existentes entre os
termos.

Deste modo, a aprendizagem estatistica relacional parece ser uma
abordagem promissora para aumentar a efetividade da aprendizagem de ontologias
em relacdo as técnicas apresentadas neste capitulo. A aprendizagem estatistica

relacional é tratada no proximo capitulo.
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3 APRENDIZAGEM ESTATISTICA RELACIONAL

A aprendizagem de maquina (BISHOP, 2006) (MITCHELL, 1997) é uma
disciplina que trata do desenvolvimento de sistemas capazes de melhorar o seu
desempenho através da prépria experiéncia (MITCHELL, 2006). Tais técnicas sao
aplicadas em diversos campos como, por exemplo, na roboética, para a construgéo
de robdés que aprendam a navegar por um terreno explorando o mesmo; na
medicina, para a construcdo de sistemas que aprendam a partir do histérico de
varios pacientes a realizar um diagndstico mais confiavel de novos pacientes; e nos
sistemas de informacao, pois permitem desenvolver sistemas que se adaptem as
preferéncias dos usuarios.

Sistemas de aprendizagem de maquina devem operar em conjuntos de
dados do mundo real, que normalmente sdo ruidosos e/ou incompletos. Estes
sistemas precisam lidar com a incerteza uma vez que o conhecimento disponivel
sobre o ambiente nem sempre é completo, dada a complexidade do mundo real
(RUSSELL; NORVIG, 2003). A aprendizagem probabilistica ou estatistica utiliza a
teoria da probabilidade para lidar com essa incerteza.

Em geral, as técnicas de aprendizagem estatistica assumem que elas
trabalham com apenas um tipo de objeto e que as instancias de objetos nao
possuem nenhuma relacéo entre elas. Contudo, este pressuposto nem sempre é
verdadeiro uma vez que, em muitos casos, existem relacionamentos entre as
instancias de dados. Por exemplo, paginas Web relacionam-se umas com as outras
através dos hyperlinks e flmes podem estar relacionados por terem o mesmo diretor
e/ou ator principal.

A aprendizagem relacional utiliza formalismos como légica de primeira
ordem para lidar com conjuntos de dados relacionais. Uma abordagem popular da
aprendizagem relacional € a PLI (Programagédo em Logica Indutiva) (MUGGLETON,;
RAEDT, 1994). A PLI visa aprender um programa légico a partir de um conjunto de
exemplos positivos e negativos e, possivelmente a partir de uma base de
conhecimento.

Lehmann e Hitzler (2007) adaptaram a PLI para aprender definicbes em
I6gica de descri¢des, aplicando esta técnica na aprendizagem de ontologias a partir

de dados estruturados (exemplos fornecidos pelos usuarios).
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Métodos de aprendizagem relacional ndo eram capazes de lidar com a
incerteza tdo bem quanto a aprendizagem estatistica. Uma vez que a logica de
primeira ordem nos permite representar uma vasta variedade de conhecimentos
acerca de um dominio (entidades e seus relacionamentos no dominio) e a
probabilidade € um arcabougo comum para lidar com a incerteza, o interesse em
técnicas de aprendizagem estatistica relacional (KERSTING, 2006) (RAEDT;
KERSTING, 2003) (NEVILLE; RATTIGAN; JENSEN, 2003) (POPESCUL et al., 2003)
tem crescido recentemente. A aprendizagem estatistica relacional combina o poder
expressivo de formalismos de representacéo de conhecimento tais como a légica de
primeira ordem com abordagens probabilisticas de aprendizagem.

Dados os bons resultados alcangados por (LEHMANN; HITZLER, 2007)
utilizando a PLI na aprendizagem de ontologias e os resultados promissores da PLI
probabilistica em relacdo aos métodos tradicionais, esta ultima configura-se como
uma abordagem promissora para a aprendizagem de ontologias a partir de fontes
textuais.

Para ilustrar a relevancia das técnicas de aprendizagem relacional,
suponha o exemplo a seguir. Suponha que se deseja determinar o tépico de uma
pagina Web. Técnicas tradicionais de aprendizagem estatistica o fariam com base
nos seus atributos (i.e., suas palavras chave). Entretanto uma informacao importante
para este problema é omitida: os links. Paginas da Web tendem a referenciar
paginas semelhantes. Essa informacdo pode ser utilizada por abordagens de
aprendizagem relacional, porém, a observacdo de que existe um link entre duas
paginas apenas aumenta a probabilidade de que elas possuam o mesmo topico. A
aprendizagem estatistica relacional é capaz de representar de forma compacta os
atributos e os relacionamentos entre os objetos e ainda capturar informacgao
estatistica sobre os relacionamentos.

Muitas abordagens de aprendizagem estatistica relacional foram
propostas na literatura. A maioria delas combina modelos graficos probabilisticos,
como as redes Bayesianas e as redes de Markov, com formalismos de
representacdo do conhecimento como a logica de primeira ordem (KERSTING,;
RAEDT, 2001), sistemas baseados em frames (FRIEDMAN et al., 1999) ou
linguagens de consultas a bancos de dados (POPESCUL; UNGAR, 2003). Exemplos
de tais abordagens sdo as Redes Logicas de Markov (RICHARDSON; DOMINGOS,
2006), os Programas Logicos Bayesianos (KERSTING; RAEDT, 2001), os Modelos
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Probabilisticos Relacionais (FRIEDMAN; GETOOR; KOLLER; PFEFFER, 1999), a
Regressédo Logistica Estrutural (POPESCUL; UNGAR, 2003) e os Programas
Logicos Estocasticos (MUGGLETON, 1996).

Dentre estas abordagens, as Redes Logicas de Markov encontram-se em
um estagio maduro de desenvolvimento, ja dispondo inclusive de um software
eficiente e bem documentado implementando diversos algoritmos de aprendizagem
e inferéncia, o Alchemy (KOK et al.,, 2009). Além disso, em alguns estudos
realizados, as Redes Logicas de Markov mostraram resultados promissores para a
automatizacdo da aquisicdo de conhecimento (KOK; DOMINGOS, 2008) (WU;
WELD, 2008). Assim essa foi a abordagem escolhida para este trabalho.

Este capitulo apresenta as Redes Légicas de Markov (RLM) e esta
organizado como a seguir. A Sec¢éo 3.1 apresenta alguns conceitos basicos sobre a
I6gica de primeira ordem, o formalismo de representagdo de conhecimento utilizado
pelas RLMs. A Secado 3.2 introduz brevemente as redes de Markov, o modelo
probabilistico utilizado pelas RLMs. Por fim, a Secdo 3.3 apresenta as RLMs
discutindo o formalismo e algumas abordagens para aprendizagem e inferéncia em

Logica de Markov.

3.1 Logica de primeira ordem

O objetivo desta secdo ndo é realizar uma revisdo exaustiva dos
conceitos da Loégica de Primeira ordem, e sim esclarecer aqueles conceitos
importantes para a compreenséao da Légica de Markov.

A lbégica de primeira ordem é um formalismo de representacdo de
conhecimento capaz de representar os objetos de um dominio e seus
relacionamentos. Uma base de conhecimento de primeira ordem € um conjunto de
sentencas (ou férmulas) em légica de primeira ordem. Cada sentenca representa
uma restricao rigida sobre o conjunto de mundos possiveis, ou seja, um mundo que
viole uma restricao € impossivel.

Uma sentenca pode ser escrita utilizando predicados, fung¢des, constantes
e variaveis. As constantes representam objetos em um dado dominio (por exemplo,

paises como Brasil, Uruguai, Alemanha e Estados Unidos ou cidades como S&o
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Luis, Brasilia e Nova lorque) enquanto variaveis sao definidas a partir desses
objetos. Os predicados representam relacionamentos entre esses objetos (e.g.
Vizinhos) ou atributos dos objetos (e.g. PaisEmDesenvolvimento). Por fim, as
funcdes mapeiam objetos ou tuplas de objetos a outros objetos (e.g. Capital(Brasil) =
Brasilia).

O bloco basico de construcdo de uma sentenca é a sentenca atémica ou
atomo. Uma sentenca atdbmica € um simbolo de predicado aplicado a uma tupla de
termos. Um termo por sua vez € uma expressao que representa um objeto em um
dominio, podendo ser uma constante, uma variavel ou uma fung¢ao aplicada a uma
tupla de termos. Exemplos de sentencas atbmicas sao Vizinhos(X.,Y),
PaisEmDesenvolvimento(Brasil), Vizinhos(Capital(Brasil), Taguatinga). A forma
basica de uma sentenga, atomo ou predicado é obtida substituindo todas as
variaveis por constantes.

As sentencas sdo construidas a partir de sentencas atémicas utilizando
quantificadores e conectores. Os conectores utilizados sdo a negacéo (—), a
conjungao (A), a disjungdo (v), a implicagdo (=) e a equivaléncia (). Os
quantificadores utilizados sdo o quantificador universal (V) e o quantificador
existencial (3).

Por fim, dados um conjunto de predicados e fungbes e um conjunto de
constantes, um mundo é uma atribuicdo de um valor verdade (verdadeiro ou falso)
para cada um dos possiveis atomos basicos.

Uma discusséo mais detalhada sobre a l6gica de primeira ordem pode ser
encontrada em (RUSSELL; NORVIG, 2003).

3.2 Redes de Markov

Uma rede de Markov (KINDERMANN; SNELL, 1980) representa uma
distribuicdo de probabilidade conjunta de um conjunto de variaveis
X =(X.,X,, ..,X,,). Ela é composta por um grafo n&do dirigido onde cada né
representa uma variavel e as arestas representam relagbes entre elas. Além do

grafo ha um conjunto de fun¢des potenciais, uma para cada clique no grafo. Um
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clique € um subconjunto dos nés tal que para cada par de nés no clique exista uma
aresta conectando eles. Em outras palavras, um clique de um grafo G é um subgrafo
totalmente conectado formado apenas por nds presentes em G. Uma funcgéo
potencial € uma funcao do estado do clique definida arbitrariamente determinando a
probabilidade de cada estado. Assim sendo, a distribuicdo de probabilidade

representada por uma rede de Markov € dada pela equacgéao 6.
1
Pix=x = 7] [de(x) ©)
c

Na equagdo 6, x,, €& o estado do clique ¢ e Z dado por
Z =Y exllc qbc(x{c}), € uma constante de normalizagdo. As redes de Markov sao
freqlentemente representadas como modelos logaritmicos lineares, o que é
especialmente util para a compreensdo do seu papel na Logica de Markov. Nesta
representacdo, cada potencial de um clique é representado como uma soma
ponderada de caracteristicas do estado. Uma caracteristica pode ser qualquer
fungéo real do estado de um clique. Assim a equagao 6 pode ser reescrita como a

equacgao 7.
1
P(X=x)= ZeXpZ w; fi(x) (7)
]

onde j € um cliqgue no grafo, w; € um peso associado ao clique j e f]. e
uma caracteristica (fungdo potencial) do clique j. O valor f;(x) denota o valor da

funcao potencial do clique j para o seu estado onde X = x.
3.3 Redes Logicas de Markov

As Redes Légicas de Markov (RICHARDSON; DOMINGOS, 2006) ou

RLM combinam uma classe de modelos probabilisticos graficos, as redes de
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Markov, para lidar com a incerteza, com a expressividade da légica de primeira
ordem para representar de forma compacta uma grande variedade de conhecimento.

Uma base de conhecimento em logica de primeira ordem é um conjunto
de restricbes rigidas sobre o conjunto de mundos possiveis, ou seja, mundos que
violem alguma féormula sdo impossiveis. Uma RLM, no entanto, € um conjunto de
restricbes relaxadas, o que significa que mundos que violem uma férmula s&do menos
provaveis, mas nao impossiveis. Isto é representado associando pesos a cada uma
das férmulas. Quanto mais alto o peso da férmula violada, menos provavel o mundo
€. Assim, uma restricdo rigida pode ser representada por uma férmula com peso
infinito e uma base de conhecimento em logica de primeira ordem pode ser vista
como um caso especifico de uma RLM onde todas as férmulas possuem pesos
infinitos.

Mais formalmente uma RLM pode ser definida com um conjunto de pares
(F,w) onde:

a) F é uma formula em logica de primeira ordem;

b) w é um numero real representando o peso da formula F.

A Tabela 2 mostra um exemplo de uma pequena RLM para prever a
relevancia de paginas Web baseando-se nos seus links. A primeira férmula indica
que se existe um link entre duas paginas, entdo elas possuem o mesmo topico e a
segunda indica que se duas paginas possuem o mesmo topico, entdo dizer que uma

delas é relevante é equivalente a dizer que a outra também é relevante.

Tabela 2 - Exemplo de uma Rede Légica de Markov
Férmula Peso
VyylLink(x,y) = MesmoTopico(x,y) 1.1

VxyMesmoTopico(x,y) = (Relevante(x) < Relevante(y)) 1.6

Uma RLM pode ser vista como um template para a construgcdo de redes
de Markov, possibilitando assim inferéncia probabilistica. Uma rede de Markov é
construida a partir de uma RLM e um conjunto de constantes criando-se um né para
cada atomo basico. Entado é adicionada uma aresta entre cada par de nés presentes
na mesma férmula. Deste modo, cada férmula gera um clique no grafo.

A Figura 6 mostra a rede de Markov gerada a partir da RLM da Tabela 2 e

de um conjunto simples de constantes formados pelas paginas A e B.
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Figura 6 - Exemplo de uma rede de Markov gerada a partir da RLM da Tabela 2

De acordo com a equagéo 7, é possivel definir a probabilidade de um
dado mundo (i.e. uma atribuicdo de um valor verdade para cada atomo basico) como

na equacao 8.
1
P(x) = 7 €XP Z w;in;(x) (8)
)

Na equagéo 8, a caracteristica n;j(x) € o numero de formas basicas da
férmula j que s&o satisfeitas pelo mundo x e w; é o peso da férmula j.

A logica de Markov suporta tanto a hipétese do mundo fechado quanto a
hipétese do mundo aberto. Na hip6tese do mundo fechado, os valores verdade de
todos os atomos basicos sdo conhecidos. Ja na hipétese do mundo aberto, os
valores verdade de instanciagbes de atomos que ndo sao fornecidos previamente

sdo considerados desconhecidos.
3.3.1 Inferéncia

Os predicados de uma RLM podem ser separados em dois grupos: os
predicados observados e os n&o observados. Os predicados observados (ou de
evidéncia) séo predicados cujos valores verdade dos respectivos predicados basicos
sdo conhecidos previamente quando a inferéncia é realizada. O segundo grupo é

formado pelos predicados ndo observados, ou seja, predicados cujos valores
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verdade dos predicados béasicos sdo desconhecidos. O objetivo do processo de
inferéncia € inferir os valores verdade das formas basicas de um subconjunto de
predicados ndo observados. Estes predicados sdo chamados de predicados de
consulta.

Duas tarefas comuns de inferéncia em Logica de Markov sé&o as
inferéncias MAP (maximum a posteriori) e probabilistica. A inferéncia probabilistica
visa determinar a probabilidade de uma férmula dado um conjunto de constantes e,
talvez, outras formulas como evidéncia. A probabilidade de uma férmula € a soma
das probabilidades dos mundos onde ela é satisfeita. Calcular tais probabilidades
pode ser muito caro computacionalmente, assim métodos aproximativos como a
inferéncia MCMC (do inglés Markov chain Monte Carlo) (GILKS; RICHARDSON;
SPIEGELHALTER, 1996) apresentam-se como uma alternativa viavel e sé&o
geralmente utilizadas em combinagdo com o algoritmo MC-SAT (POON;
DOMINGOS, 2006). Uma vez que a inferéncia MAP é de maior interesse para este
trabalho, a inferéncia probabilistica ndo sera discutida em maiores detalhes aqui.

A inferéncia MAP visa encontrar o estado do mundo mais provavel dada
alguma evidéncia ou, mais formalmente, dado um conjunto de evidéncias x

encontrar o estado do mundo y dado pela equacao 9.
max P(y|x) (9)

A evidéncia em logica de Markov € o conjunto de predicados basicos de
evidéncia. Assim, dados uma RLM e um conjunto de predicados basicos de
evidéncia (e seus respectivos valores verdade), a inferéncia MAP encontra o mundo
mais provavel. A partir das equacgdes 8 e 9, a inferéncia MAP em légica de Markov

pode ser definida pela equagéo 10.
1
m}axfexpz win;(x,y) (10)
J

L. ~ 1 ’
Uma vez que maximizar a expresséo —exp %,;w;n;(x,y) € 0 mesmo que

maximizar o expoente da mesma, a equacdo 10 pode ser reescrita como na

equacéao 11.
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A partir da equagéo 11 percebe-se que esta tarefa consiste em encontrar
as atribuicdes de valores verdade que maximizem a soma dos pesos das formulas
satisfeitas. Esta € exatamente a tarefa de um resolvedor SAT ponderado. Por
exemplo variantes do algoritmo WalkSat (KAUTZ; SELMAN; JIANG, 1997) como o
MaxWalkSat (KAUTZ; SELMAN; JIANG, 1997) tém sido utilizadas para esta tarefa
(RICHARDSON; DOMINGOS, 2006).

O pseudocddigo do MaxWalkSat é mostrado no Algoritmo 1. Ele busca
pela melhor solugdo escolhendo aleatoriamente uma sentenca ndo satisfeita e
invertendo o valor verdade de um dos atomos da mesma. O atomo a ser invertido é
escolhido aleatoriamente ou entdo é escolhido o atomo que maximize o somatorio
da equacédo 11 quando invertido. A probabilidade de que o atomo a ser invertido seja
escolhido aleatoriamente é dada por p. A funcdo Prob(solugdo,RLM) computa o

somatorio };; wyn;(solugdo) para as clausulas da RLM dada e a fungéo Uniforme(0,1)

retorna um valor do intervalo [0,1] escolhido aleatoriamente com distribuigcao

uniforme.

Algoritmo 1 - MaxWalkSat

MaxWalkSat(RLM, max-tentativas, max-flips, limite, p)

para i — 1 até max-tentativas faga
solugdo = atribuicdo aleatéria de valores verdade
paraj < 1 até max-flips faga
se prob(solugdo,RLM) > limite entao
retorne solugéo
fim se
¢ < sentenca ndo satisfeita escolhida aleatoriamente
se Uniforme(0,1) < p entao
inverte uma variavel em c escolhida aleatoriamente
senao
inverte a variavel em ¢ que maximiza
prob(solu¢do,RLM)
fim se
fim para
fim para
retorne falha, melhor solu¢cdo encontrada até aqui
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3.3.2 Aprendizagem de pesos

Tanto a estrutura (formulas) quanto os pesos de uma RLM podem ser
automaticamente aprendidas a partir dos dados. Uma vez que apenas 0s pesos séo
automaticamente aprendidos neste trabalho, a discussdo aqui se concentrara na
aprendizagem de pesos. Os dados de treinamento sdo um conjunto de constantes e
predicados basicos.

O problema da aprendizagem de pesos em uma RLM pode ser visto como
um problema de otimizacdo numérica onde o objetivo é encontrar o conjunto de
pesos para as férmulas dadas que melhor explicam os dados no conjunto de
treinamento. Ha duas abordagens para aprender os pesos dado um conjunto de
férmulas e um conjunto de treinamento: a abordagem gerativa e a discriminativa.

A aprendizagem gerativa visa maximizar a verossimilhanga conjunta de
todos os predicados. As técnicas do estado da arte para esta tarefa utilizam o
gradiente para buscar a solugdo 6tima. O gradiente do logaritmo da fungédo de
probabilidade de um mundo dada pela equacédo 8 em relacdo aos pesos das

férmulas é dado pela equacgao 12.

0
a—Wilog Ry (x) = n;(x) — Ey [n;(x)] (12)

Na equacgdo 12 w; denota o peso da férmula i na RLM, P, (x) denota a
probabilidade de um mundo x dado um conjunto de pesos w, n;(x) € o numero de
vezes que a formula /i é satisfeita no conjunto de treinamento e E,[n;(x)], a
esperanca do numero de vezes que a férmula i é satisfeita dada a distribuicdo de
probabilidade P,, ou seja, quantas vezes o0 modelo composto pelos pesos w prevé
que a férmula / sera satisfeita.

Simplificando, o gradiente dado pela equacédo 12 é a diferenga entre o
numero de vezes que a férmula i é realmente satisfeita no conjunto de treinamento e

0 numero de vezes que o modelo prevé que a formula sera satisfeita. Isso nos diz

d : R . C .
que se a grandeza ﬁlog P, (x) for maior que 0 (0 modelo prevé que a formula j sera
i
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satisfeita menos freqiientemente do que ela realmente é) o peso w; deve aumentar,
se for menor que zero w; deve diminuir.

A desvantagem desta abordagem & que computar a grandeza E,, [n;(x)] é
computacionalmente intratavel, uma vez que exige um processo de inferéncia para
cada um dos mundos possiveis. Uma saida para este problema é utilizar a funcao de
pseudo-verossimilhanga, uma aproximagdo da equacdo 12, cuja computacao
consome menos tempo de processamento. Entretanto, como mostrado por
Domingos et al. (2008), esta abordagem pode levar, em alguns casos, a resultados
ruins.

Uma alternativa a pseudo-verossimilhanga €& a aprendizagem
discriminativa. Esta abordagem requer que se saiba, no momento da aprendizagem,
quais predicados serao utilizados apenas como evidéncia e quais serdo os
predicados de consulta. Como este é o caso neste trabalho (como serd mostrado
mais adiante), a abordagem utilizada aqui € a aprendizagem discriminativa

A aprendizagem discriminativa visa maximizar a verossimilhanga
condicional dos predicados de consulta, dados os predicados de evidéncia. Ao
particionar o conjunto de treinamento em um conjunto de atomos de consulta Y e um

conjunto de atomos de evidéncia X, a equagao 12 torna-se a equacgao 13.

)
a—Wilog P, (ylx) = n;(x,y) — Ey[n;(x, )] (13)

Na equacdo 13 B,(y|x) é a probabilidade de um mundo y dado que o
mundo x é verdadeiro e um conjunto de pesos w; n;(x,y) por sua vez € o niUmero
instanciagbes verdadeiras da formula i envolvendo algum atomo de consulta. A
computagéo de E,, [n;(x,y)] também & computacionalmente intratavel, assim como
na abordagem gerativa. Entretanto, foi demonstrado que uma boa aproximacéo para
E,[n;(x,y)] € a contagem n;(x,y,) onde y, é o estado MAP y,, (x), o estado mais
provavel de y dado x e pode ser computado através da inferéncia MAP, utilizando o
Algoritmo 1. A grande vantagem dessa abordagem € que €& possivel aproximar
E, [n;(x,y)] apenas com uma inferéncia MAP (ndo necessitando que seja realizado
um processo de inferéncia para cada mundo possivel) e ainda assim obter
resultados satisfatérios. Em Lowd e Domingos (2007) & possivel encontrar uma

discussao mais detalhadas e resultados sobre o tépico.
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3.4 Consideragoes finais

Este capitulo apresentou uma breve discussao acerca das técnicas de
aprendizagem estatistica relacional. Esta abordagem da aprendizagem de maquina
combina técnicas estatisticas com formalismos de representacédo do conhecimento,
como a logica de primeira ordem. Dentre os diversos modelos propostos para a
aprendizagem estatistica relacional, as redes l6gicas de Markov foram discutidas em
mais detalhes, uma vez que elas estdo em uma fase madura de desenvolvimento e
apresentam técnicas consolidadas para a sua aprendizagem e inferéncia, estando
inclusive implementadas em um pacote de software livre, o Alchemy.

Como ja discutido anteriormente, a aprendizagem estatistica relacional
apresenta-se como uma abordagem promissora para a aprendizagem de ontologias.
O préximo capitulo apresenta um processo que utiliza redes l6gicas de Markov para
extrair a hierarquia de conceitos de uma ontologia a partir de um corpus em

linguagem natural.
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4 UM PROCESSO PARA A EXTRAGAO DE HIERARQUIAS DE CONCEITOS A
PARTIR DE FONTES TEXTUAIS

As redes légicas de Markov constituem uma abordagem promissora para
a automatizacdo do processo de aquisicdo de conhecimento. Neste capitulo &
apresentada uma abordagem para a automatizagdo parcial da construgdo de
ontologias. Esta abordagem é constituida por um processo suportado por uma
metodologia composta por duas técnicas, uma para a extracado de conceitos e outra
para a extracédo de hierarquias a partir de fontes textuais.

As fontes textuais utilizadas neste trabalho sdo escritas na lingua inglesa.
O motivo para se trabalhar com a lingua inglesa é a existéncia de um vasto conjunto
de ferramentas para suportar o processamento da linguagem natural em inglés, em
especial o WordNet (FELLBAUM, 1998), cuja versdao em portugués ainda nao
encontra-se disponivel. O WordNet € uma base de dados que contém termos em
linguagem natural, suas respectivas definicbes e seus relacionamentos semanticos
como a sinonimia, hiperonimia e hiponimia.

O processo proposto para a aprendizagem de ontologias € mostrado na
Figura 7. Uma vez que as RLMs trabalham com dados relacionais, os corpora em
linguagem natural devem ser pré-processados para que sejam extraidos dados
relacionais. Esta fase de pré-processamento é descrita na subsecéo 4.1.

Uma vez que o corpus esteja pré-processado, ele €& utilizado como
entrada para a etapa de Extracdo de Conceitos suportada pela técnica PRECE
(Probabilistic Relational Concept Extraction) (DRUMOND; GIRARDI, 2009). A
subsecdo 4.2 descreve a técnica PRECE e como ela extrai o conjunto C® da
equacao 1 através das realizagdes léxicas das classes (representadas pelo conjunto
F) a partir do corpus pré-processado. Em seguida os conceitos extraidos sao
organizados hierarquicamente na fase de Extracdo de Hierarquia produzindo assim
o conjunto H da equacéo 1. Esta fase é suportada pela técnica PREHE (Probabilistic
Relational Hierarchy Extraction) (DRUMOND; GIRARDI, 2010), descrita na subsecao
4.3. Tanto a técnica PRECE quanto a técnica PREHE s&o baseadas em inferéncia
em Légica de Markov. Cada uma delas utiliza uma Rede Loégica de Markov (RLM)
cuja estrutura foi definida manualmente e os pardmetros aprendidos

automaticamente através da aprendizagem discriminativa durante a fase de
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Aprendizagem de Pesos, discutida na subseg¢do 4.4. As estruturas das RLMs
utilizadas pelas técnicas PRECE e PREHE foram definidas manualmente devido a
dificuldade em aprendé-las automaticamente a partir dos dados. A desvantagem
dessa abordagem é que n&do ha como garantir que a estrutura definida manualmente
seja a melhor possivel. Entretanto, o alto custo computacional da aprendizagem
automatica da estrutura de modelos como as RLMs e os maus resultados obtidos
com estruturas aprendidas automaticamente justificam a definicho manual das
férmulas utilizadas neste trabalho.

Por fim, o conjunto C® extraido na fase de Extragdo de Conceitos e os
relacionamentos taxondmicos (conjunto H) extraidos na fase de Extracdo de
Hierarquia sao escritos em uma linguagem de especificagdo de ontologias, o OWL,

na fase de Pds-processamento.

Estrutura

da RLM

W&Net_‘ Aprendizagem

Ontologia  4e Pesos

Aprendizagem
discriminativa
RLtM perada RLM para a
ex rag_etlo e extracao de
conceitos hierarquia
Corpus Corpus Pré- .
— Pr’ processado _ | Extragao
WLﬁl|"|e.t_,processamento " | de Conceitos
- - % CC

Tecnicas de PRECE Fec

Processamento

da Linguagem

Natural £ 5 :

_ |Extracao de H | Pos-
Hierarquia Processamento
PREHE
Hierarquia
de conceito:
-

Figura 7 - Processo de aprendizagem de ontologias proposto

4.1 Pré-processamento do corpus

As técnicas de aprendizagem estatistica relacional aprendem modelos

para realizar predicdes baseadas nos atributos dos objetos e nos relacionamentos
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entre os mesmos. Neste trabalho, os objetos sdo termos em linguagem natural e
seus atributos sdo os documentos nos quais eles aparecem enquanto seus
relacionamentos s&o representados pelas dependéncias sintaticas e pelo
relacionamento semantico de hiperonimia. As dependéncias sintaticas sé&o
relacionamentos a nivel sintatico que as palavras possuem dentro das sentencas.
Elas indicam, por exemplo, quem s&o o sujeito e o objeto de um determinado verbo
ou qual substantivo € modificado por um dado adjetivo. O relacionamento de
hiperonimia, por sua vez, é semelhante ao relacionamento Tipo_de entre conceitos
de ontologias. Ele indica uma relacdo de generalizagdao entre os termos. Por
exemplo, o termo automodvel € uma hiperonimia do termo carro, uma vez que todo
carro é um tipo de automovel. A existéncia de tais relacionamentos no texto justifica
a utilizac&do de técnicas de aprendizagem estatistica relacional ao invés de técnicas
puramente estatisticas.

Os corpora utilizados no processo de aprendizagem de ontologias aqui
proposto sdo pré-processados conforme ilustra a Figura 8. O corpus passa
primeiramente por um processo de tokenizagdo. O objetivo deste processo é dividir
os textos em tokens, que podem ser palavras, pontuagdes ou sentencgas, para

prepara-los para as etapas subseqiientes do pré-processamento.

Corpus :
— ™| Tokenizacdo > POS. > Lem?t|za » Chunking
Tagging cdo
Corpus Pre- l
processado | Extracdo de Extracao de Remocao de Analise
- . - -t L
Hiperonimias Termos Stop words Sintatica
WordNet

Figura 8 - Detalhamento do pré-processamento dos corpora

A proxima etapa do pré-processamento € a atribuicdo de fags de parte do
discurso. Esta segunda etapa consiste em atribuir a cada palavra (identificada no
processo de tokenizagcdo) um rétulo com a sua categoria sintatica como, por
exemplo, substantivo, verbo, adjetivo, etc. As tags utilizadas neste trabalho sé&o
aquelas do conjunto de tfags Penn Treebank (MARCUS; SANTORINI;
MARCINKIEWICZ, 1993) e sdo mostradas no Anexo A. Note que tais tags referem-
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se a lingua inglesa. Em seguida, os tokens passam por um processo de lematizacéo,
que consiste em encontrar a forma basica das palavras, chamada de lema, como por
exemplo a forma no singular dos substantivos e o infinitivo dos verbos. Por exemplo
a sentenca “Eu vi os carros dos vizinhos” se tornaria, apés o processo de
lematizacdo, “Eu ver o carro do vizinho”. Depois da lematizacdo, é realizado o
chunking. O objetivo desta fase é descobrir os conjuntos de palavras que, juntas,
formam uma unidade sintatica. Esta tarefa é importante porque muitos conceitos séo
expressados em linguagem natural por mais de uma palavra, como ocorre com as
frases nominais. Por exemplo, “museu de arte moderna” € uma especializagdo do
conceito denotado por “museu’.

O proximo passo € a realizagdo da anadlise sintatica para extrair as
arvores sintaticas de cada sentenca no corpus, identificando assim as dependéncias
sintaticas entre as palavras. As dependéncias sintaticas consideradas neste trabalho
sdo representadas de acordo com as dependéncias de Stanford (MARNEFFE;
MANNING, 2008), mostradas no Anexo B.

Em seguida, é realizada a extragcdo de termos. Em primeiro lugar, uma
vez que O interesse aqui € extrair conceitos e conceitos sdo expressos por
substantivos e frases nominais, palavras como preposi¢cdes, advérbios, pronomes e
verbos sdo removidos. Isto é feito observando as tags da parte do discurso. Os
termos selecionados sao ponderados e apenas os termos cujo peso esta acima de
um determinado valor sdo selecionados. Os termos sdo ponderados utilizando a
medida de relevancia descrita pela equacdo 4. As frequéncias dos termos sao
computadas baseadas nos lemas dos termos. Por exemplo, se um documento
possui uma ocorréncia para o termo “célula” e uma para o termo “células”, a
freqliéncia para o lema “célula” € 2. Por ultimo, sdo extraidos, a partir do WordNet,
os relacionamentos de hiperonimia entre os termos selecionados.

Para ajudar na compreensdo do processo, sera utilizado como exemplo
um corpus contendo dois documentos: DOCT e DOC2. Por razdes de simplicidade
cada um destes documentos contém apenas uma sentenca, conforme mostrado na
Tabela 3.

Tabela 3 - Documentos utilizados como exemplo no decorrer da se¢éo
DOCI DOC2
A country's capital is the most important | Brazil's capital, Brasilia, is a modern city.
city of the nation.
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A Tabela 4 mostra o documento DOC17 apéds passar pela tokenizagéo,
atribuicdo de rétulos de parte do discurso e a lematizagdo do pré-processamento da

Figura 8. A tabela foi gerada utilizando o sistema TreeTagger’.

Tabela 4 - Sentenga ap6s tokenizagao e anotagéo dos
tokens com roétulos de parte do discurso e

lemas
Token Parte do Discurso Lema
A DT a
Country NN country
's POS 's
Capital NN capital
Is VBZ be
The DT the
Most RBS most
Important JJ important
City NN city
of IN of
The DT the
Nation NN nation

A analise sintatica, por sua vez, gera como resultados uma arvore
sintatica de onde sdo extraidas as dependéncias sintaticas. A arvore sintatica
gerada a partir do conteudo do documento DOC17 é mostrada na Figura 9.

As dependéncias sintaticas sao representadas através do predicado
Depends(ts,ts,dep). Este predicado significa que o termo t; governa o termo t, através
da dependéncia do tipo dep. A lista dos tipos de dependéncias sintaticas utilizados
aqui encontra-se no Anexo B. As dependéncias sintaticas extraidas a partir da
arvore da Figura 9 e da arvore extraida a partir do documento DOCZ2 sao mostradas

na Tabela 5, ambas geradas utilizando o analisador sintatico Stanford Parser’.

Tabela 5 - Exemplos de dependéncias sintaticas

Depends(“city”, “capital”,NSUBJ)
Depends(“capital”, “country”,POSS)
Depends(“capital”, “brazil”,POSS)
Depends(“capital”, “brasilia”, APPOS)

! http://www.ims.uni-stuttgart.de/projekte/corplex/TreeTagger/

2 http://nip.stanford.edu/software/lex-parser.shtml
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ROOT
NP VP
AN, i .
e "y o -t
NP NN VBZ NP
///T‘\ = /"’"-H‘“\-‘\\
//a || \\\ - g ‘-\“m.
DT NN POS capital is NP FP
A country 's DT ADJP NN IN NP
/N ‘ ‘ /\\
2N /" \
the RBS Nl city of DT NN
most important the nation

Figura 9 - Exemplo de arvore sintatica

O resultado final do pré-processamento do corpus da Tabela 3 € mostrado

na Tabela 6.

Tabela 6 - Exemplo de Corpus Pré-processado

HasTerm(DOCT1,“country’)
HasTerm(DOC1,“capital’)
HasTerm(DOC1,“city”)
HasTerm(DOC1,“nation”)
HasTerm(DOC?2,“brazil”)
HasTerm(DOC2, “capital’)
HasTerm(DOC?2, “brasilia”)

HasTerm(DOC2,“city”)
Depends(“city”, “capital”,NSUBJ)
Depends(“capital”, “country”,POSS)
Depends(“capital”, “brazil”,POSS)
Depends(“capital”, “brasilia”, APPOS)

Hypernym(“city”, “capital”)

4.2 Extragao de conceitos através da técnica PRECE

Esta secdo descreve a PRECE (Probabilistic RElational Concept

Extraction), uma técnica para extrair conceitos de ontologias a partir de corpora em

linguagem natural, que usa aprendizagem probabilistica relacional.

O problema aqui é aprender o conjunto de conceitos CC de uma ontologia

(Definicdo 1) a partir de um dado corpus de texto D. A abordagem proposta aqui
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aprende conceitos através das suas realizagbes linglisticas. De acordo com o que ja
foi discutido anteriormente, as realizagbes linglisticas de um conceito s&o termos
em linguagem natural cujo significado é o conceito em questdo. Uma vez que o
conjunto de realizagbes linguisticas de um conceito mapeia termos em linguagem
natural ao conceito, o objetivo desta tarefa de aprendizagem € aprender o conjunto
CC da definicao 1 através da aprendizagem do conjunto F da definigdo 2. Esta tarefa
€ realizada por dois passos: Identificacédo de Conceitos e Nomeacéo dos Conceitos,

como mostrado na Figura 10.

Corpus Preé-
processado

—>

Identificacdo | F e conceitos nao rotulados
RLM _ de Conceitos

Nomeagdo | FeC*
de Conceitos

vy

Figura 10 - Passos da Técnica PRECE

4.2.1 ldentificagdo de conceitos

Uma vez que a técnica PRECE extrai conceitos a partir de suas
realizagcbes léxicas, nesta etapa do trabalho um conceito € considerado como um
conjunto de termos em linguagem natural que possuem o mesmo significado. Para
extrair tais conjuntos, a técnica PRECE utiliza aprendizagem estatistica relacional
para realizar uma tarefa de reconhecimento de entidade. Esta tarefa, também
conhecida como identificacdo de objetos, consiste em descobrir quais registros
representam um mesmo objeto do mundo real, para assim, remover redundancias,
compactar bancos de dados ou auxiliar o processo de tomada de decisdo. Em logica
de Markov, esse problema pode ser formulado definindo-se um predicado de
igualdade e definindo formulas que relacionem objetos com as mesmas

caracteristicas através do predicado de igualdade. A aprendizagem estatistica
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relacional tem apresentado bons resultados nesta tarefa como mostrado por Singla e
Domingos (2004).

No contexto da técnica PRECE, o objetivo do reconhecimento de
entidades é descobrir quais termos referem-se ao mesmo conceito do mundo real. O
fato de dois termos representarem o mesmo conceito (o predicado de igualdade) é
representado pelo predicado SameMeaning(term4,term,).

A identificacdo de conceitos é realizada através de inferéncia em Légica
de Markov. O objetivo do processo de inferéncia é inferir os valores verdade para as
possiveis instanciagcbes do predicado SameMeaning baseado na evidéncia. A
evidéncia utilizada € composta pelos atributos e relacionamentos entre os termos
extraidos durante a fase de pré-processamento. Uma vez que a légica de Markov
prové um formalismo que possibilita realizar inferéncia estatistica e representar
relacionamentos entre os termos, a evidéncia é composta por um conjunto de
predicados. A ocorréncia de um termo em um documento é representada pelo
predicado HasTerm(document,term). As dependéncias sintaticas entre os termos
sdo representadas pelo predicado Depends(terms,term, dependency) enquanto que
o predicado Hypernym(term4,term;) reflete a relagcdo de hiperonimia entre os termos.
A Tabela 7 mostra um resumo dos predicados utilizados pela técnica PRECE e suas
interpretacoes.

O arquivo de evidéncias, gerado a partir do corpus da Tabela 3, com as
instanciacdes dos predicados HasTerm, Depends e Hypernym é mostrado na Tabela
6. E importante frisar que o valor deste exemplo & meramente didatico, uma vez que

a técnica PRECE requer uma grande quantidade de texto para operar corretamente.

Tabela 7 - Predicados da RLM utilizada pela técnica PRECE

Predicado Interpretacéo

HasTerm(document,term) Captura a distribuicao de probabilidade de termos
e documentos

Depends(t;,t,, dependency) Indica que o termo t; governa o termo ¢, através
da dependéncia do tipo dependency

Hypernym(t,,t,) Indica que o termo t; € uma hiperonimia do termo
t;

SameMeaning(term,term) Indica que dois termos possuem o mesmo

significado, i.e. referem-se ao mesmo conceito

Conforme o que foi apresentado no Capitulo 3, uma RLM é composta por

um conjunto de formulas em légica de primeira ordem (a sua estrutura) e seus
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respectivos pesos (os parametros). A estrutura da RLM utilizada pela técnica
PRECE é mostrada na Tabela 8. As férmulas desta RLM foram definidas
manualmente, observando-se algumas regularidades nos corpora utilizados e
codificando idéias de técnicas do estado da arte através da légica de primeira

ordem.

Tabela 8 - Estrutura da RLM utilizada pela técnica PRECE

Identificador Formula
1 HasTerm(d,t;) A HasTerm(d,t;) = SameMeaning(t;,t;)
2 Hypernym(ts, t;) A Hypernym(ts, t,) = SameMeaning(ty,t,)
3 Hypernym(ts,t;) N Hypernym(t,, t;) A ~SameMeaning(ts,t,)
= aSameMeaning(ty,t,)
4 Depends(ts, t;, +dep) A Depends(ts,t,, +dep) = SameMeaning( t;,t,)
5 —SameMeaning( t,,t,)

E importante frisar que, apesar de escritas utilizando a sintaxe da légica
de primeira ordem, as formulas da Tabela 8 ndo sdo regras em logica de primeira
ordem. Elas s&o sentengcas com uma determinada probabilidade de serem
verdadeiras. Esta probabilidade € dada em funcdo dos pesos das mesmas,
automaticamente aprendidos durante a fase de Aprendizagem de Pesos da Figura 7.
A versao completa da RLM (sua estrutura e os pesos) encontra-se no Apéndice A.

A férmula 1 da Tabela 8 expressa que dois termos que aparecem em um
mesmo documento possuem uma probabilidade de estarem relacionados ao mesmo
conceito. Isso ocorre porque os autores tendem a evitar repetir excessivamente o
mesmo termo em um mesmo texto, utilizando sindnimos para se referenciar a
conceitos recorrentes em um texto. Isto pode ser observado no documento DOC1 do
corpus da Tabela 3. Os termos country e nation sdo utilizados para referenciar o
mesmo conceito sem utilizar o mesmo termo duas vezes na mesma frase.

Da mesma forma, é possivel perceber intuitivamente que dois termos
distintos que possuem uma relagéo de hiperonimia com o mesmo termo, tém uma
maior probabilidade de estarem relacionados ao mesmo conceito. Este fato ocorre
com os termos country e nation do exemplo dado. Ambos possuem a mesma
hiperonimia, political entity e possuem o mesmo significado. Isto é representado na

formula 2 da Tabela 8.
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Assim como a nossa intuicdo nos diz que termos que possuem a mesma
hiperonimia sdo mais provaveis de estarem relacionados ao mesmo conceito, o fato
de dois temos possuirem hiperonimias diferentes € uma evidéncia de que ambos
nao possuem o mesmo significado, como expressa a formula 3 da Tabela 8.

As dependéncias sintaticas s&o representadas pelo predicado Depends.
De acordo com a hipétese de Harris (HARRIS, 1968), duas palavras com significado
similar tendem a aparecer em contextos similares. Uma maneira de expressar isto é
afirmar que duas palavras que possuem as mesmas dependéncias sintaticas com as
mesmas palavras estdo mais inclinadas a denotarem o mesmo conceito. Isto pode
ser observado no exemplo dado nos termos Brazil e country. Na Tabela 6 € possivel
perceber que ambos estdo relacionados ao termo capital através da dependéncia
POSS. Isto € expresso pela formula 4 da Tabela 8.

Algumas dependéncias sintaticas s&do mais significativas do que outras
para determinar se dois termos possuem significados similares. Por exemplo, ndo
espera-se que uma dependéncia entre um substantivo e uma conjungao seja muito
informativa. Por isso a férmula 4 da Tabela 8 apresenta a notagdo +dep. Neste
caso, o operador + indica que um peso diferente sera calculado para cada
substituigcdo do termo +dep, por cada tipo de dependéncia sintatica do Anexo B.

Para evitar que uma quantidade excessiva de termos seja designada a
um conceito, a férmula 5 da Tabela 8 é adicionada a RLM. Essa sentenca,
juntamente com o seu peso, captura a probabilidade de que dois termos escolhidos
aleatoriamente possuam o mesmo significado. O sinal de negacgéo indica que quanto
maior o peso atribuido a essa formula, menor o numero de formas basicas do
predicado SameMeaning serdo consideradas verdadeiras. Vale ressaltar que o peso
desta formula é estimado automaticamente a partir de um conjunto de treinamento
como mostrado na Secgéo 4.4

Os conceitos sdo extraidos realizando inferéncia probabilistica na RLM
apresentada. Os predicados de evidéncia HasTerm, Depends e Hypernym seguem a
hipétese de mundo fechado. As instanciagcdes destes predicados sédo extraidas
automaticamente do corpus durante as fases de pré-processamento e extragdo de
termos. O predicado de consulta € o predicado SameMeaning.

O objetivo do processo de inferéncia é determinar os valores verdade
mais provaveis para as instanciagcbes do predicado SameMeaning. Isto é feito

através da inferéncia MAP, descrita na Subsec¢édo 3.3.1. A PRECE utiliza o Algoritmo
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1 para realizar a inferéncia MAP. Nos exemplos aqui discutidos, dado o arquivo de
evidéncias da Tabela 6 e a RLM composta pelas formulas apresentadas aqui e seus
respectivos pesos, o processo de inferéncia retorna o arquivo da Tabela 9, onde as
instanciagcées que nele aparecem sdo consideradas verdadeiras e todas as outras,

falsas.

Tabela 9 - Exemplo de resultado do processo de inferéncia

SameMeaning(“country”, “country’) SameMeaning(“capital”, “capital”)
SameMeaning(“country”, “nation”) SameMeaning(“capital”,“brasilia”)
SameMeaning(“country”,“brazil”) SameMeaning(“nation”, “country’)
SameMeaning(“city”, “city”) SameMeaning(“nation”,“nation”)
SameMeaning(“city”, “capital’) SameMeaning(“nation”, “brazil”)
SameMeaning(“city”, “brasilia”)

O arquivo da Tabela 9 indica quais termos possuem o mesmo significado,
mas nao indica explicitamente os conceitos como grupos de termos. Essa indicagao
é feita pelo predicado F(conceito,termo). Um atomo F(c,t) indica que o termo t € uma
realizagéo Iéxica do conceito ¢, onde ¢ € um identificador Unico do conceito. Assim,
se dois termos t; e t, possuem o mesmo significado, i.e. 0 a&tomo SameMeaning(t,t,)
foi considerado verdadeiro, entdo é criado um conceito ¢ e os atomos F(c, t;) e F(c,
t;). Cada conceito ¢ criado faz parte do conjunto de conceitos n&o rotulados,
indicados como parte da saida da fase de Identificacdo de Conceitos na Figura 10. A
outra parte da saida, € o conjunto de instanciagdes do predicado F. O arquivo
contendo estas instanciagdes, gerado a partir do arquivo da Tabela 9 é mostrado na
Tabela 10.

Tabela 10 - Arquivo contendo a saida da técnica PRECE

F(1,“country”) F(2,“capital’)
F(1,“nation”) F(2,“brasilia”)
F(1,“brazil”) F(3,“capital’)
F(2,“city”) F(3,“brasilia”)

4.2.2 Nomeacéao de conceitos

Uma vez que os conceitos aprendidos utilizando a abordagem

apresentada aqui sao representados apenas por conjuntos de palavras, nenhum
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rétulo é designado a eles. Uma forma de rotular os conceitos € extrair tais rotulos a
partir de um corpus de texto com conhecimento basico no dominio desejado. Isto é
feito extraindo termos deste corpus e classificando-os de acordo com os conceitos
extraidos.

Entretanto tais corpora ndo séo tdo faceis de obter. Uma maneira
alternativa de realizar isto é considerar os pesos dos termos. Existem varias
abordagens para ponderar os pesos. Este trabalho utiliza uma medida baseada na
entropia de uma variavel definida por Shannon (1948). Kao et al. (2004) adaptaram a
entropia para ser utilizada como uma medida de peso de termos em linguagem

natural. Dado um termo t a sua entropia H(t) é definida pela equagéo 14.

[D|
H(t;) = _zwij *log|p| wyj (14)
=1

Na equagdo 14, w; é o peso normalizado do termo t; em relagao ao
documento j e |D| é a quantidade de documentos no corpus. O peso w; utilizado
para os termos é simplesmente a freqiiéncia do termo t; no documento j, normalizada

para que 0 < w;; < 1. Assim, o rétulo de um conceito ¢ € o termo t que possua a

menor entropia H(t) dentre os termos para os quais F(c,t) é verdadeiro.

Devido ao seu tamanho, o corpus da Tabela 3 ndo fornece um bom
exemplo da aplicagdo da equacédo 14 na nomeacdo de conceitos. Portanto A
aplicacao da entropia para a nomeacgao de conceitos é exemplificada aqui utilizando
dados extraidos do corpus LonelyPlanet (KAVALEC; SVATEC, 2005). Ao aplicar a
técnica PRECE neste corpus, os termos city e town foram agrupados no mesmo
conceito. A entropia calculada para o termo city foi de 0.7272 e para o termo town foi
de 0.799621. Por isso o rétulo escolhido para este conceito foi o termo city, uma vez
que possui a menor entropia.

O conjunto de conceitos extraidos na fase de identificagdo de conceitos,
cada um com seu rotulo atribuido na Nomeacao de Conceitos, constituem o conjunto
CC e, junto com as instanciagbes do predicado F, constituem as saida da técnica
PRECE indicada na Figura 7.
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4.3 Extragao de hierarquia através da técnica PREHE

Uma vez extraidos o0s conceitos, o problema ¢é organiza-los
hierarquicamente, ou seja, aprender o conjunto H da equagéo 1. Esta tarefa pode
ser definida como uma atividade de predicdo de links. A predicdo de links consiste
em descobrir se uma relagao existe entre dois objetos ou, em outras palavras, dada
um relacionamento r, descobrir os objetos x e y que se relacionam através de r, i.e.,
para os quais r(x,y) € verdadeira. Em Popescul e Ungar (2003) a aprendizagem
estatistica relacional foi utilizada para realizar a tarefa de predicdo de links em
ambientes com dados ruidosos e incompletos. No contexto da extracdo de
hierarquias, o relacionamento r é representado pelo predicado Kind_Of e os objetos
sd0 as classes em CC extraidas pela técnica PRECE.

A técnica PREHE (Probabilistic RElational Hierarchy Extraction) visa
encontrar as atribuicdes de valores de verdade mais provaveis para as formas
basicas do predicado de consulta Kind_Of(concept,concept), dada a evidéncia. Esta
€ claramente uma tarefa de inferéncia MAP. A evidéncia é composta pelas formas
basicas dos predicados Hypernym e Depends, também utilizados pela PRECE bem
como o predicado F, resultado da inferéncia na fase de extracdo de conceitos. Um
exemplo de arquivo de entrada gerado a partir dos resultados do exemplo dado na
secdo anterior € mostrado na Tabela 11. A partir desse arquivo, a técnica PREHE

extrairia apenas o relacionamento taxonémico Kind_0Of(2,3).

Tabela 11 - Exemplo de arquivo contendo instancia¢des de predicados de evidéncia da técnica
PREHE

F(1,"country’) F(3,"brasilia”)

F(1,“nation”) Depends(“city”, “capital”, NSUBJ)
F(1,“prazil”) Depends(“capital”, “country”,POSS)
F(2,“city”) Depends(“capital”,“brazil”,POSS)
F(2,“capital’) Depends(“capital”, “brasilia”,APPOS)
F(2,“brasilia”) Hypernym(“city”, “capital”)
F(3,“capital’)

A estrutura da RLM utilizada pela técnica PREHE é mostrada na Tabela
12. Assim como na técnica PRECE, as férmulas desta RLM foram definidas

manualmente, codificando idéias de técnicas do estado da arte e algumas intui¢cdes
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sobre o problema através da légica de primeira ordem. A versao completa da RLM
(sua estrutura e os pesos) encontra-se no Apéndice B.

A férmula 1 da Tabela 12 é analoga a formula 5 da Tabela 8. Juntamente
com O seu peso, estimado automaticamente a partir de um conjunto de treinamento
(Secéo 4.4), ela captura a probabilidade a priori de que exista um relacionamento
taxondmico entre dois conceitos escolhidos aleatoriamente. O peso desta féormula ira

controlar a quantidade de relacionamentos taxonémicos extraidos.

Tabela 12 - Estrutura da RLM utilizada pela técnica PREHE

Identificador Formula
1 —Kind_of (cq,c3)
2 Kind_0f (¢y,c;) = —Kind_of (¢, ¢1)
3 F(cy,t1) N F(cyty) A Depends(ts, ty, +dep) A Depends(ts, t,, +dep)
= Kind_of (cq4,¢,)
4 F(cy,t) N F(cy,ty) N Hypernym(ty, t,) = Kind_of (cq,¢3)
5 F(cq,t1) N F(cy,ty) A F(cq,ty) A =F(cyty) = Kind_0f(cq,c3)

Em seguida, uma propriedade importante do predicado Kind_Of deve ser
declarada. Ela indica que este relacionamento ndo é simétrico, ou seja, se &
verdadeiro que Kind_Of(c4,c,) entédo é falso que Kind_Of(c,c4). Esta propriedade é
expressa pela formula 2 da Tabela 12.

Assim como termos que possuem certas dependéncias sintaticas com os
mesmos termos, podem apresentar uma relagdo de sinonimia, a presenca de certas
dependéncias sintaticas entre realizagbes Iéxicas de dois conceitos pode indicar a
existéncia de uma relagao taxondmica entre os conceitos. Esse fato é capturado pela
férmula 3 da Tabela 12. A notacdo +dep indica que um peso diferente sera calculado
para cada tipo de dependéncia sintatica, da mesma maneira que ocorre com a
férmula 4 da Tabela 8.

Intuitivamente, pode-se perceber que a existéncia de uma relacdo de
hiperonimia entre dois termos pertencentes as realizagcbes léxicas de dois conceitos
diferentes € uma evidéncia de que pode haver uma relagcado taxondémica entre estes
dois conceitos. Por exemplo, um conceito formado pelos termos “cidade” e “centro
urbano” € provavelmente um superconceito de um conceito formado pelo termo
“capital” uma vez que o termo “cidade” € uma hiperonimia do termo “capital”. Este

fato é expresso pela formula 4 da Tabela 12.
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As abordagens para a extragdo de hierarquias de conceitos que utilizam
algoritmos de agrupamento hierarquico, assumem que o conjunto das realizagbes
Iéxicas de um conceito esta contido no conjunto das realizagdes |éxicas do seu
superconceito (CARABALLO, 1999) (FAURE; NEDELLEC, 1999). Isto significa que
se ha uma intersecao entre os conjuntos das realizagbes Iéxicas de dois conceitos,
entdo é provavel que exista uma relagdo taxondmica entre eles. Outro fato a ser
observado é que o superconceito, por ser mais geral, deve possuir mais realizagbes
Iéxicas que nao estdo presentes no subconceito. Para ilustrar esse fato a Figura 11
mostra parte de uma hierarquia de conceitos. Nesta figura o conceito formado pelos

” “ ” 11} ” 1}

termos “animal”, “réptil”, “mamifero”, “gato”, “macaco” e “cobra” é uma generalizagéo
dos conceitos formados apenas pelos termos “mamifero”, “gato” e “macaco” e pelos
termos “réptil” e “cobra” uma vez que contém este termo e outros. Este fato é

expresso pela formula 5 da Tabela 12.

animal, réptil,
mamifero, gato,

macaco, cobra
r

| | |
réptil, mamifero,
cobra cachorro,
L macaco
Cobra
cachorro
macaco

Figura 11 - Exemplo de parte de uma hierarquia de conceitos

A técnica PREHE utiliza inferéncia MAP (maximum a posteriori), descrita
na Subsecdo 3.3.1 para descobrir os relacionamentos taxonémicos. A inferéncia
MAP é realizada através do Algoritmo 1. O resultado da inferéncia MAP é um
conjunto de atribuicbes de valores de verdade para todas as possiveis formas
basicas do predicado de consulta, Kind_Of.

A saida da técnica PREHE é o conjunto de formas basicas do predicado
Kind_Of consideradas verdadeiras no processo de inferéncia. Este conjunto é o

conjunto H indicado na Figura 7.
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4.4 Aprendizagem de pesos

As subsecdes anteriores apresentaram as férmulas que constituem a
estrutura das RLMs utilizadas pelas técnicas PRECE e PREHE. Como dito
anteriormente, uma RLM é composta por férmulas e seus respectivos pesos. O
objetivo desta etapa é estimar os pesos para as estruturas das RLMs mostradas na
Tabela 8 e na Tabela 12. Tais pesos sdo aprendidos automaticamente em um
processo off-line. A fase de aprendizagem de pesos da Figura 7 é dividida em duas

subfases conforme mostra a Figura 12.

Sarpus P;é- Estrutura
processado . da RLIA
——®| Construcdo do Conjunto de

WordNet . Treinamento Aprendizagem |RLM

—— | Conjunto de > —
Ontologia

e

. dos Pesos
Treinamento

Aprendizagem
Discriminativa

Figura 12 - Etapas da fase de aprendizagem de pesos

A aprendizagem de pesos requer um conjunto de dados de treinamento,
que é produto da fase de Construgdo do Conjunto de Treinamento da Figura 12.
Uma vez que a aprendizagem discriminativa é um processo de aprendizagem
supervisionada, sado necessarios dados de entrada e as respectivas saidas
desejadas. Em uma RLM isto significa que o conjunto de treinamento deve ser
composto por um mundo, que atribui valores verdade tanto para as formas basicas
dos predicados de evidéncia quanto dos predicados de consulta.

Como o objetivo das técnicas PRECE e PREHE é extrair uma hierarquia
de conceitos de uma ontologia a partir de um corpus, os dados de treinamento das
RLMs sé&o obtidos a partir de um corpus (dados de entrada) e de uma hierarquia de
conceitos de uma ontologia no mesmo dominio do corpus (dados de saida). Os
conjuntos de treinamento utilizados s&o arquivos com as instanciagbes verdadeiras
dos predicados. Como é utilizada a hipétese do mundo fechado, as instanciacbes

gue ndo aparecem no conjunto de treinamento sdo consideradas falsas.
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Na RLM utilizada pela técnica PRECE, os predicados de evidéncia s&o os
predicados HasTerm, Depends e Hypernym. Assim, os dados de entrada sao
obtidos através da etapa de Pré-processamento, e sdo o proprio corpus pré-
processado. O predicado de consulta da técnica PRECE €& o predicado
SameMeaning. Os valores verdade para as suas instanciagdes sao obtidos a partir
do conjunto c® da ontologia. Para cada classe pertencente ao conjunto c® da
ontologia, é adicionado ao conjunto de treinamento o atomo SameMeaning(r,rs),
onde r; € o rotulo da classe em questdo. Esses mapeamentos sdo mostrados na
Tabela 13.

Tabela 13 - Mapeamento entre as entradas e saidas do processo de criagéo do
conjunto de treinamento para a técnica PRECE

Predicados Origem

HasTerm, Depends, Hypernym Pré-processamento
SameMeaning(c,c) Ontologia
SameMeaning(c1,c2) Synsets do WordNet

O WordNet é entéo utilizado para enriquecer o conjunto de treinamento.
Isso é feito da seguinte forma. Para cada instanciacdo SameMeaning(rg,r;)
considerada verdadeira, é feita uma consulta no WordNet pelos synsets que
possuem o termo r.. Dentre os synsets retornados como resultado, aquele com o
maior numero de termos que aparecem no corpus é escolhido. Entdo, para cada
termo w pertencente ao mesmo synset de r, e que também aparece no corpus, 0o
atomo SameMeaning(r.,w) € adicionado ao conjunto de treinamento. Depois,
procura-se nas hiponimias do synset escolhido por termos que também aparecem
no corpus. Cada termo w’ encontrado também da lugar a novos atomos
SameMeaning(re,w’).

A Tabela 14 mostra um exemplo de conjunto de treinamento gerado de
acordo com o descrito acima.

A RLM utilizada pela técnica PREHE, por sua vez, utiliza como evidéncia
os predicados Depends, Hypernym e F. As instanciagcdes dos predicados Depends e
Hypernym sao extraidas a partir do pré-processamento e as instanciagdes do
predicado F sao extraidas de forma semelhante ao que é feito com o predicado
SameMeaning. Para cada classe c pertencente ao conjunto C® da ontologia, é

adicionado ao conjunto de treinamento um atomo F(c,r;), onde r; € o rétulo da classe
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c. Entéo é feita uma consulta no WordNet pelos synsets que possuem o termo r.
Para cada termo w pertencente ao mesmo synset de r. e que também aparece no
corpus, € adicionado ao conjunto de treinamento da PREHE, um atomo do tipo
F(c,w).

Tabela 14 - Exemplo de conjunto de treinamento utilizado para aprender os pesos da RLM da técnica
PRECE

HasTerm(DOC1,“country”) Hypernym(“city”, “capital’)
HasTerm(DOC1, “capital”) SameMeaning(“country”, “country’)
HasTerm(DOC1,“city’) SameMeaning(“country”,“nation”)
HasTerm(DOC1,“nation”) SameMeaning(“country”,“brazil”)
HasTerm(DOC2,“brazil”) SameMeaning(“city”, “city”)
HasTerm(DOC2, “capital”) SameMeaning(“city”, “capital’)
HasTerm(DOC2, “brasilia”) SameMeaning(“city”, “brasilia”)
HasTerm(DOC2,“city”) SameMeaning(“capital’, “capital”)
Depends(“city”, “capital”, NSUBJ) SameMeaning(“capital’, “brasilia’)
Depends(“capital”, “country”,POSS) SameMeaning(“nation”, “country”)
Depends(“capital”,“brazil”,POSS) SameMeaning(“nation”, “nation”)
Depends(“capital”, “brasilia”, APPOS) SameMeaning(“nation”, “brazil”)

O predicado de consulta da técnica PREHE é o predicado Kind_Of. As
instanciacbes desse predicado sdo obtidas a partir do conjunto H da ontologia
utilizada no treinamento. Para cada relacionamento taxonémico em H, uma
instanciacédo equivalente do predicado Kind_Of é adicionada ao conjunto de
treinamento. Os mapeamentos realizados para a constru¢cdo do conjunto de

treinamento da técnica PREHE sdo mostrados na Tabela 15.

Tabela 15 - Mapeamento entre as entradas e saidas do processo de criagéo do
conjunto de treinamento para a técnica PREHE

Predicados Origem

Depends, Hypernym Pré-processamento
F, Kind_Of Ontologia

F Synsets do WordNet

A Tabela 16 mostra um exemplo de conjunto de treinamento utilizado para
aprender os pesos da estrutura de RLM mostrada na Tabela 12.

Uma vez construido o conjunto de treinamento e dada a estrutura de uma
RLM, é possivel realizar efetivamente a aprendizagem dos pesos, como mostrado

na Figura 12. Para tanto, utiliza-se a aprendizagem de pesos discriminativa (LOWD;
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DOMINGOS, 2007), descrita na Secédo 3.3.2. A aprendizagem discriminativa visa
encontrar a distribuicdo de pesos que maximize a fungdo de verossimilhanca

condicional dos predicados de consulta, dados os predicados de evidéncia.

Tabela 16 - Exemplo de conjunto de treinamento utilizado para aprender os pesos da RLM da técnica
PREHE

F(1,“country”) F(3,“brasilia”)

F(1,“nation”) Depends(“city”, “capital”, NSUBJ)
F(1,"brazil’) Depends(“capital”, “country”,POSS)
F(2,“city”) Depends(“capital”, “brazil”,POSS)
F(2,“capital’) Depends(“capital”, “brasilia”, APPOS)
F(2,“brasilia”) Hypernym(“city”, “capital’)
F(3,“capital’) Kind Of(2,3)

4.5 Pos-processamento

A fase de pos-processamento € a fase mais simples do processo de
aprendizagem de ontologias. Esta fase consiste em gerar a hierarquia de conceitos
de uma ontologia a partir dos resultados das inferéncias realizadas nas etapas de
Extracdo de Conceitos e Hierarquias. No processo proposto esta fase consiste em
converter os resultados das técnicas PRECE e PREHE em uma ontologia OWL
(WORLD WIDE WEB CONSORTIUM, 2009). Para tanto, o framework JENA
(CARROLL et al., 2004) é utilizado.

Como se pode perceber na Figura 7, esta fase gera uma hierarquia de
conceitos a partir do conjunto CC, extraido pela técnica PRECE, e do conjunto H,
extraido pela técnica PREHE. Assim, cada classe do conjunto cC e mapeada para
uma classe OWL. Da mesma forma, cada instanciacdo do predicado Kind_ Of
presente no conjunto H é mapeada para uma relagdo taxondmica na ontologia. Por
fim, todas as classes que nao tiverem uma generalizagdo sdo consideradas
especializacbes diretas da classe Thing do OWL.

Para exemplificar o pos-processamento, considere o0s resultados
combinados das técnicas PRECE e PREHE mostrados na Tabela 17. A ontologia
gerada a partir do processo de poOs-processamento e do arquivo da Tabela 17 é

mostrada na Figura 13.
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Tabela 17 - Exemplo de resultados combinados das técnicas PRECE e PREHE

F(1,"country’) F(3,"brasilia”)

F(1,"nation”) Depends(“city”, “capital”, NSUBJ)
F(1,"brazil”) Depends(“capital”, “country”,POSS)
F(2,“city”) Depends(“capital”,“brazil”,POSS)
F(2,“capital’) Depends(“capital”, “brasilia”, APPOS)
F(2,“brasilia”) Hypernym(“city”, “capital’)

F(3 “capital’) Kind Of(2,3)

Figura 13 - Exemplo de ontologia resultante do pré-processamento

4.6 Consideragoées finais

Este capitulo apresentou um processo para extrair hierarquias de
conceitos de ontologias a partir de fontes textuais. Este processo &€ composto
basicamente pelas técnicas PRECE e PREHE.

Para que as técnicas PRECE e PREHE possam ser utilizadas, o corpus
deve ser pré-processado, utilizando processamento da linguagem natural e anélise
estatistica.

A técnica PRECE extrai os conceitos a partir de suas realizacdes léxicas,
i.e. termos em linguagem natural que referenciam esse conceito. Os termos séo
agrupados baseados nas suas relacbes de hiperonimias e nas dependéncias
sintaticas entre eles. A técnica PREHE organiza os conceitos extraidos em uma
hierarquia. Ambas as técnicas utilizam a l6gica de Markov para representar idéias de
varios meétodos do estado da arte da aprendizagem de ontologias. As redes logicas

de Markov permitem representar os relacionamentos entre os termos bem como
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capturar informacdes estatisticas dos mesmos. Os resultados das técnicas PRECE e
PREHE sao escritos na linguagem OWL, constituindo a saida do processo proposto.
E importante ressaltar que este capitulo se concentrou apenas nas
camadas de conceitos e de hierarquia da Figura 3. A extensdo da abordagem
proposta para contemplar as outras camadas € proposta como trabalho futuro.
O préximo capitulo trata da avaliacdo das técnicas PRECE e PREHE,

comparando-as com algumas abordagens do estado da arte.
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5 AVALIAGAO

Os experimentos realizados tém o intuito de responder a seguinte
questdo: o quanto as técnicas de aprendizagem estatistica relacional podem
melhorar os resultados da aprendizagem de ontologias em relagdo as técnicas
existentes? Para isso, as técnicas propostas deverdo ser avaliadas em dominios
diferentes e comparadas com as técnicas do estado da arte.

A partir da discussdo sobre métodos de avaliagdo de técnicas de
aprendizagem de ontologias da Secado 2.3, propde-se a realizagdo da avaliagédo em
relacdo a uma ontologia de referéncia. A comparagcdo com uma ontologia de
referéncia pode ser feita através de medidas adequadas a camada de conceitos
(DELLSCHAFT; STAAB, 2006) e a camada de hierarquia (MAEDCHE; STAAB,
2002). Para os fins deste trabalho sera utilizada a abordagem de comparagdo com
uma ontologia de referéncia.

Para isso serdo utilizados corpora de texto nos dominios turistico e da
biologia. O conjunto de dados do dominio turistico a ser utilizado é o LonelyPlanet.
Este corpus consiste de 1801 documentos em HTML, utilizados pela primeira vez
por Kavalec e Svatek (2005) na avaliagdo de técnicas de extracdo de relagdes néo
taxondmicas. No dominio da biologia sera utilizado o corpus GENIA (OHTA;
TATEISI; KIM, 2002), desenvolvido junto com a ontologia GENIA que é uma colecao
de documentos no dominio da biologia desenvolvida pelo laboratoério Tsuiji.

Este capitulo esta organizado da seguinte forma. A Secéo 5.1 detalha os
conjuntos de dados a serem utilizados nos experimentos. As ferramentas utilizadas
neste experimento sao discutidas na Secéo 5.2. A Secéo 5.3 descreve 0s passos
que foram realizados nesta avaliagdo. A Secdo 5.4 apresenta a avaliagdo da
extragcdo de conceitos, explicitando as técnicas comparadas, as métricas de
avaliacao e discutindo os resultados obtidos. Por fim, a se¢do 5.5 apresenta a
avaliacao da extracéo de hierarquia, também apresentando as técnicas avaliadas,

medidas utilizadas e discutindo os resultados.
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5.1 Dados

Os dados utilizados nos experimentos aqui descritos sao constituidos por
dois corpora de texto, um no dominio da biologia e outro no turismo, descritos na
Subsecédo 5.1.1 e duas ontologias também nos dominios da biologia e do turismo,

descritas na subseg¢é&o 5.1.2.

5.1.1 Corpora de texto

Os corpora utilizados nos experimentos aqui descritos sdo o Genia e o
LonelyPlanet. O corpus Genia®, & uma colecdo de documentos sobre biologia
molecular desenvolvido pelos laboratorios Tsuji. Tais documentos sao resumos de
artigos extraidos do banco de dados MEDLINE*. O objetivo do projeto Genia é criar
um recurso para apoiar o desenvolvimento de aplicacbes de processamento de
linguagem natural no dominio da biologia molecular. A vers&o do corpus utilizada
neste trabalho &€ composta por 2000 documentos, 18.546 sentencas e 400.000
tokens.

O corpus LonelyPlanet consiste de 1801 documentos HTML,
originalmente descarregados de http://www.lonelyplanet.com/destinations em 2003,
descrevendo destinos turisticos (paises, cidades, etc) de todos os continentes. Este
corpus foi utilizado como entrada para as técnicas avaliadas neste experimento.

A Tabela 18 apresenta um resumo dos corpora aqui descritos.

Tabela 18 - Corpora utilizados nos experimentos

Corpus Dominio Numero de
Documentos

Genia Biologia 2000

LonelyPlanet | Turismo 1801

3 http://www-tsuijii.is.s.u-tokyo.ac.jp/genia/topics/Corpus/

4 http://www.ncbi.nlm.nih.gov



68

5.1.2 Ontologias utilizadas

Assim como os corpora, duas ontologias foram utilizadas nos
experimentos deste trabalho, uma no dominio da biologia, a ontologia Genia e uma
no dominio do turismo, a ontologia GETESS.

O corpus Genia é anotado semanticamente de acordo com os conceitos
da ontologia Genia, também desenvolvida pelo laboratério Tsuji, com o intuito
especifico de anotar o corpus Genia. Esta ontologia representa os conceitos acerca
das reagdes sinalizadoras entre células. A versao 3.02 da ontologia Genia, utilizada
neste trabalho, é composta por 54 conceitos e 45 relagbes taxonémicas e sera,
daqui por diante, chamada de Og;.,;,- Os termos relevantes do corpus Genia s&o
anotados de acordo com os conceitos em 0Og,,;,. Para ilustrar como esse processo é
feito, tomemos como exemplo a seguinte anotacdo semantica do termo monocytes:

<conslex="monocyte”sem="G#cell type”>monocytes</cons>

Os termos relevantes sdo anotados com a tag cons que possui dois
atributos: lex e sem. O atributo /ex indica o lema do termo anotado enquanto que o
sem, o rotulo do conceito da ontologia com o qual o termo esta relacionado.

Os conceitos automaticamente extraidos do corpus LonelyPlanet foram
comparados aos conceitos da ontologia para o dominio turistico desenvolvida no
contexto do projeto GETESS, a partir de agora chamada de O;,,,ism- A Ontologia
Orourism fOi desenvolvida manualmente por um engenheiro de ontologias e consiste
de 969 conceitos.

A Tabela 19 apresenta um resumo dos corpora aqui descritos.

Tabela 19 - Ontologias utilizadas nos experimentos

Ontologia Dominio Numero de Numero de
Conceitos Relagoes
Taxonbémicas
OGenia Biologia 54 45
OTourism Turismo 969 961
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5.2 Ferramentas utilizadas

As tarefas do experimento relativas ao processamento da linguagem
natural foram realizadas utilizando o ambiente GATE (CUNNINGHAM, 2002). O
GATE (General Architecture for Text Engineering) prové um framework e um
ambiente de desenvolvimento para aplicacbes de processamento da linguagem
natural. Através dele é possivel realizar tarefas como tokenizagao, atribuicéo de tags
de parte do discurso, lematizagao e chunking de textos em inglés. A analise sintatica
foi realizada acoplando-se o Stanford Parser ao ambiente de desenvolvimento do
GATE.

A aprendizagem de pesos e a inferéncia em légica de Markov foram
realizadas utilizando o pacote de software Alchemy (KOK et al., 2009). O Alchemy é
um pacote de software de cddigo aberto que prové implementagbes de uma série de
algoritmos para aprendizagem estatistica relacional e inferéncia légica probabilistica
baseados em uma representacédo em légica de Markov. Através dele é possivel
realizar inferéncia do tipo MAP e probabilistica, além de aprendizagem gerativa e
discriminativa de pesos.

A utilizacado destas duas ferramentas reduziu o esfor¢o de implementacgao
das técnicas PRECE e PREHE a converséo dos resultados do GATE ao formato
utilizado pelo Alchemy, que prové uma linguagem simples para a especificacdo de
RLMs.

Para efeito de comparacéo com as técnicas PRECE e PREHE, utilizou-se
as implementacbes das abordagens baseadas nos padrbes de Hearst e na Analise
Formal de Conceitos providas pelo ambiente TextToOnto (CIMIANO; VOLKER,
2005), um ambiente para a aprendizagem de ontologias a partir de fontes textuais. A
implementacéo da Analise Semantica Latente Probabilistica utilizada foi a provida no
software GibbsLDA++ (PHAN; NGUYEN; HORIGUCHI, 2008).
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5.3 Descrigao do experimento

Os experimentos realizados consistiram na comparagdo com uma
ontologia de referéncia assim, ela se encaixa no grupo dos métodos de avaliagdo de
técnicas de aprendizagem de ontologias através da avaliacdo das ontologias
aprendidas.

O experimento consiste em extrair automaticamente uma ontologia a
partir de um corpus de texto para entdo compara-la com uma ontologia de
referéncia. Neste trabalho o corpus Genia e a ontologia O;.,;, foram utilizados na
fase de treinamento das técnicas PRECE e PREHE. A RLM resultante do
treinamento com a técnica para a técnica PRECE é mostrada no Apéndice A e a da
técnica PREHE, no Apéndice B. O corpus LonelyPlanet e a ontologia O1,yrism, POr
sua vez, foram utilizados para avaliar as técnicas propostas. Assim, para cada
técnica, as seguintes tarefas foram executadas:

a) extrair uma hierarquia de conceitos a partir do corpus LonelyPlanet,

b) comparar os resultados obtidos com a ontologia Or,,,ism Utilizando as

métricas descritas adiante.

Deste modo foram realizados dois experimentos, um para realizar uma
avaliacao no nivel da camada de extracao de conceitos e outro no nivel a extragao

da hierarquia de conceitos.

5.4 Avaliagao da técnica PRECE

Quatro técnicas para a extracdo de conceitos foram utilizadas para extrair
os conceitos do corpus LonelyPlanet. Os conjuntos de conceitos extraidos bem
como as respectivas técnicas utilizadas para extrai-los séo:

a) Crriviar - CONjunto de conceitos extraidos a partir dos 500 termos mais

frequentes no corpus. Cada termo é considerado uma classe;

b) Cprece — cOnjunto de conceitos extraidos utilizando a técnica PRECE.

Nos experimentos aqui descritos, a aprendizagem e inferéncia em

redes légicas de Markov foram executadas através do software



71

Alchemy (KOK et al.,, 2009). As tarefas relacionadas ao pré-
processamento do corpus foram realizadas utilizando o GATE
(CUNNINGHAM, 2002);

C) Cprsa - conjunto de conceitos extraidos utilizando Analise Semantica
Latente Probabilistica (PLSA). Uma vez que a PLSA aprende
conceitos como distribuicbes de probabilidade sobre os termos, os
conceitos foram rotulados com o termo com maior probabilidade dado
o respectivo tépico. Para a extragdo dos conceitos foi utilizado o
software GibbsLDA++ (PHAN; NGUYEN; HORIGUCHI, 2008);

d) Crca - conjunto de conceitos extraidos utilizando a técnica baseada na
Analise Formal de Conceitos (FCA) proposta por Cimiano, Hotho e
Staab (2004b).

5.4.1 Métricas

Para a comparagdo dos conjuntos de conceitos das ontologias
automaticamente aprendidas com a ontologia de referéncia sdo utilizadas as
medidas definidas por Dellschaft e Staab (2006), o recall, a precisédo e a medida-f,
adaptadas das versdes ja conhecidas da recuperacao de informagéo. Tais medidas
consideram o numero de conceitos corretamente extraidos.

Sejam Cy o conjunto de conceitos na ontologia de referéncia (o conjunto
de conceitos que deveriam ser extraidos do corpus) e €, 0 conjunto de conceitos na
ontologia aprendida (o conjunto de conceitos realmente extraidos pelo procedimento

de aprendizagem) entéo, o recall e a precisao sdo definidos nas equacgdes 15 e 16.

CoNC
Recall = % (15)
CoNC
Precisio = M (16)
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E desejavel que as técnicas avaliadas nZo apresentem bons valores
apenas para o recall ou para a precisdo. E importante que a técnica apresente uma
boa combinagédo dos dois. Uma medida constantemente utilizada para refletir essa
combinagdo em um unico valor é a medida-F, uma média harmoénica de ambos. Esta

medida é descrita pela equacédo 17.

did o 2 * Recall x Precisao (17)
mediad ~ Recall + Precisio

Para computar o valor |Cr N C;| presente nas equagdes do recall e da
precisdo é preciso determinar um método para a comparagdo de conceitos em
ontologias diferentes. Um método simples e direto € a simples comparagao entre os

rétulos de cada conceito.

5.4.2 Resultados

A Tabela 20 mostra um comparativo entre as técnicas avaliadas em
relacéo ao total de conceitos extraidos e a quantidade de conceitos presentes tanto
no conjunto extraido automaticamente quanto na ontologia O,y ism- A partir dessa
tabela é possivel perceber que os conjuntos de conceitos Cryipia; € Crca POSSUEM O
maior numero de conceitos corretamente extraidos (95 e 86 respectivamente).
Entretanto, esses conjuntos também possuem o maior numero total de conceitos
extraidos (500 e 612 respectivamente) o que indica baixa precisdo, principalmente
em relagdo ao conjunto Cfzgcr. Esta observagdo é confirmada pelos valores das

medidas recall, precisédo e F apresentadas na Figura 14.

Tabela 20 - Comparativo das técnicas em relacdo ao numero de conceitos extraidos

Conjunto de Numero de Numero de conceitos
Conceitos Conceitos corretamente extraidos (em
relacdo a Or,yrism)
CTrivial 500 95
Crca 612 86
CpRECE 263 85
CpLsa 405 47
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A Figura 14 mostra os resultados da extracdo de conceitos medidos
segundo a preciséo, o recall e a medida F, apresentados na sec¢&o anterior. Em
relacdo a Analise Formal de Conceitos e a abordagem trivial, puramente estatistica,
a figura evidencia que a técnica PRECE apresenta um recall ligeiramente menor
sendo, entretanto, a mais precisa de todas. Este fato € uma evidéncia de que a
combinacgao de técnicas de aprendizagem relacional com abordagens estatisticas é
uma abordagem viavel para aumentar a precisdo da extragdo automatica de classes

de uma ontologia.

0,3500
0,3000
0,2500

0,2000 m Recall

0,1500 Precisao

mF
0,1000

o I I I I I I I I
0,0000 -
Trivial FCA PRECE PLSA

Figura 14 - Resultados dos experimentos com o Corpus LonelyPlanet

Uma vez que os termos nado sdo i.i.d. (eles sdo correlacionados pelas
suas dependéncias sintaticas e por relacionamentos semanticos como a
hiperonimia) os relacionamentos entre eles fornecem evidéncias Uuteis para
determinar sua proximidade semaéntica, o que explica o fato de a técnica PRECE ter
obtido resultados melhores que a analise semantica latente. Como visto no Capitulo
1, a Analise Formal de Conceitos também considera relacionamentos sintaticos, mas
apenas aqueles entre sujeito e verbo. A técnica PRECE, por sua vez, estende essa
idéia fazendo uso de todos os relacionamentos sintaticos no Anexo B e do
relacionamento de hiperonimia, baseando-se assim em um conjunto maior de
evidéncias, o que pode explicar seu melhor resultado do ponto de vista da precisao.

Por outro lado, a técnica PRECE também possui suas desvantagens.

Uma vez que ela € uma abordagem supervisionada, ela é muito sensivel a qualidade
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do conjunto de treinamento. Além disso, construir um conjunto de treinamento como
0 necessario a esta tarefa € uma tarefa ardua. Este problema pode ser amenizado
através da investigacdo e desenvolvimento de técnicas para a aprendizagem nao

supervisionada de Redes Logicas de Markov.

5.5 Avaliagao da Técnica PREHE

Trés técnicas para a extracao de hierarquias de conceitos foram utilizadas
para extrair os conceitos do corpus LonelyPlanet. A hierarquia extraida com a
técnica PREHE é mostrada na subsec&o 5.4.1, enquanto que a extraida com a
analise formal de conceitos € mostrada na subsecdo 5.4.2 e a extraida através dos

padrées de Hearst, na subecgao 5.4.3.

5.5.1 Hierarquia extraida com a técnica PREHE

A hierarquia de conceitos extraida utilizando a técnica PREHE sera
denotada por Hpreyr- NOS experimentos aqui descritos, a aprendizagem e inferéncia
em RLM foram executadas através do software Alchemy (KOK et al., 2009). As
tarefas relacionadas ao pré-processamento do corpus foram realizadas utilizando o
GATE (CUNNINGHAM, 2002). Parte desta hierarquia é mostrada na Figura 15. A

sua versado completa encontra-se no Apéndice C.
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Figura 15 - Parte da hierarquia Hpgpyp gerada a partir do corpus LonelyPlanet _

5.5.2 Hierarquia extraida com a analise formal de conceitos

Esta hierarquia de conceitos foi extraida utilizando a técnica baseada na

analise formal de conceitos proposta por Cimiano, Hotho e Staab (2004b). Ela sera
denotada por Hpc4. A Figura 16 mostra uma parte da hierarquia Hgc4.
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5.5.3 Hierarquia extraida a partir dos padrbes de Hearst

A hierarquia Hy.q.s¢ fOi extraida a partir dos conceitos presentes no
conjunto Crripiar, Utilizando padrdes de Hearst (HEARST, 1992) para identificar

relacionamentos taxondmicos entre eles.
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Figura 17 - Parte da hierarquia Hy,..s: 9erada a partir do corpus LonelyPlanet

5.5.4 Métricas

Antes de definir as medidas utilizadas nesta avaliagdo, é necessaria uma
breve explicagdo sobre a notagéo utilizada nesta secdo. Seja 0; uma ontologia, o
conjunto de classes desta ontologia é denotado por Cf e o conjunto de relagdes
taxondémicas, por H;, sendo uma relagédo taxonémica deste conjunto denotada por
Kind_Of;(cy, c;).

Para comparar duas taxonomias Dellschaft e Staab (2006) propuseram o
recall taxondmico (RT) e a precisdo taxondmica (PT). Ambas as medidas fazem uso
do conceito de cotopia semantica (MAEDCHE; STAAB, 2002). A cotopia seméantica
de um conceito pode ser definida como o conjunto de seus superconceitos e
subconceitos. Mais formalmente, dada uma ontologia 0;, a cotopia semantica (CS)

de um conceito é definida pela equagéo 18.
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CS(c;,01) = {c; € Cf|Kind_Of;,(ci, ¢;) v Kind_Of;, (cj, ;)} (18)

Entretanto, como demonstrado por Maedche e Staab (2002), comparar
apenas a cotopia semantica dos conceitos nao reflete a similaridade das hierarquias
de conceitos como desejado. Por tanto € utilizada a cotopia seméantica comum que
considera apenas conceitos presentes nas duas ontologias sendo comparadas e &

definida na equacgao 19.
CS(c;,01,05) ={¢; € ¢f n ¢f| (Kind_0f; (ci,¢;) v Kind_Of;, (g,c1)) Acy # ¢} (19)

A comparacao de duas hierarquias geralmente é definida por medidas
locais e globais (DELLSCHAFT; STAAB, 2006). As medidas locais comparam a
posicdo de dois conceitos nas duas hierarquias, enquanto que as medidas globais
comparam as hierarquias como um todo. A precisdo taxondmica também é definida
localmente e globalmente. A precisdo taxondmica local ptc.a compara as cotopias
semanticas comuns de dois conceitos, um de cada hierarquia. Seja 0, a ontologia
sendo avaliada e Oy a ontologia de referéncia, e ¢; e c, duas classes tais que
c; € Cf e c, € C§ a medida pt,c € definida na equacgéo 20.

|CS(cq,0L,0r) N CS(cy, 0, Op)|
|CS(C1, OL, OR)l

Ptiocai(€1,€2, 01, 0g): = (20)

A taxonomia semantica global (PT) de uma ontologia 0, em relagdo a

uma ontologia de referéncia Oy € definida pela equagéo 21.

1
PT(OL, OR) = m Z ptlocal(cl C, OL) OR) (21)

CnrC
c€eCrnCy

O recall taxondmico (RT) é definido por sua vez em fungédo a preciséao

taxondmica como na equacéao 22.

RT(OL, OR): = PT(OR, OL) (22)
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Uma medida combinada do recall e precisao taxonémica é a medida F
assim como para o recall e precisao utilizados para avaliar os resultados da extracao
de classes. A medida F para taxonomias, representada por FT é dada pela equacéo
23.

2% PT(Oy,0g) *RT(OL,0R)
PT( OLI OR) + RT( OLI OR)

FT( 0L, 0) = (23)

5.5.5 Resultados

A Figura 18 mostra os resultados do experimento realizado para a
extragdo de hierarquias. Nesta figura é possivel perceber que, ao contrario do que
acontece com a técnica PRECE, a técnica PREHE parece ter uma precisdo mais
baixa do que os métodos do estado da arte como a Andlise Formal de Conceitos € a
abordagem baseada nos padrdes de Hearst. Entretanto a técnica PREHE
apresentou um recall maior, o que lhe proporcionou os melhores resultados em

termos da medida FT.
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Figura 18 - Resultado dos Experimentos com o corpus LonelyPlanet

A Tabela 21 ajuda a interpretar os dados da Figura 18. A Tabela 21

mostra o numero de relacionamentos taxondmicos extraidos por cada técnica. E
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importante frisar que os relacionamentos taxondmicos entre os conceitos e a raiz da
hierarquia ndo sdo considerados na Tabela 21. Nela pode-se perceber que a alta
precisdo obtida pela abordagem baseada nos padrbdes de Hearst deve-se ao baixo
numero de relacionamentos taxonémicos extraidos. Isso significa que os padrdes de
Hearst constituem uma forte evidéncia para a descoberta de relacionamentos
taxonbmicos, porém eles ndo aparecem com freqléncia nos textos, o que explica o
baixo numero de relacionamentos taxondmicos extraidos e, conseqlentemente o
baixo recall taxonémico.

A alta precisédo taxondmica da abordagem baseada na FCA e o alto
numero de relacionamentos taxondmicos extraidos apontam para a boa efetividade
desta abordagem. Entretanto ela apresenta um baixo recall taxonébmico, medida na
qual a técnica PREHE apresenta vantagem sobre as outras duas.

O maior recall da técnica PREHE deve-se ao fato de a mesma utilizar
tanto a hiperonimia quanto uma gama maior de dependéncias sintaticas para
representar relacionamentos entre os termos em relacédo a abordagem baseada na
FCA. Entretanto o ganho no recall obtido pela técnica PREHE custou uma reducéo
na precisdo o que pode indicar que algumas das dependéncias sintaticas
consideradas nao apresentam uma evidéncia soélida da presenca de um

relacionamento taxonémico.

Tabela 21 - Comparativo das técnicas em relagdo ao numero de relacionamentos
taxonémicos extraidos

Hierarquias Numero de relacionamentos
taxonémicos
H Hearst 17
Hrpca 364
Hprene 170
H Tourism 961

5.6 Consideragoes finais

Este capitulo apresentou uma avaliacdo das técnicas PRECE e PREHE

propostas neste trabalho. A avaliacdo da efetividade destas técnicas se deu através
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da comparacao dos seus resultados com uma ontologia de referéncia, utilizando as
medidas propostas por Dellschaft e Staab (2006).

Os resultados mostraram que tanto a técnica PRECE quanto a PREHE
apresentaram bons resultados em comparagdo com as técnicas do estado da arte
utilizadas na avaliagdo, fornecendo assim uma evidéncia para suportar a afirmacgao
de que as técnicas de aprendizagem estatistica relacional sdo adequadas para a
aprendizagem de ontologias a partir de fontes textuais. Entretanto os resultados
mostraram também que ainda ha espaco para melhorar a efetividade das técnicas
propostas.

Um ponto que é necessario observar é que a comparagdo com uma
ontologia de referéncia indica o quanto as técnicas para a extragdo automatizada de
ontologias se aproximam do julgamento dos especialistas de dominio que
desenvolveram a ontologia de referéncia utilizada. Uma vez que ndo é possivel
determinar com exatiddo a qualidade da ontologia de referéncia, o método de
avaliacao aqui utilizado recompensa ontologias com problemas similares e penaliza
aquelas que nao os tém. Por isso, &€ necessario também realizar a avaliagdo da
PRECE e da PREHE através de outras abordagens, como as discutidas na Sec¢ao
2.3.
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6 CONCLUSAO

Com o advento da Web Seméantica e os sistemas de conhecimento se
mostrando cada vez mais efetivos em diversas tarefas, é crescente a necessidade
de diminuir o custo do desenvolvimento de bases de conhecimento sem sacrificar a
efetividade deste processo.

A aprendizagem de ontologias € uma abordagem promissora para aliviar
o problema do gargalo da aquisicdo de conhecimento. As abordagens propostas
fazem uso de técnicas de aprendizagem de maquina, como técnicas de
agrupamento e outras variagdes de aprendizagem nao supervisionada (CIMIANO;
HOTHO; STAAB, 2004b) (MAEDCHE; STAAB, 2004), processamento da linguagem
natural (HEARST, 1992) (IWANSKA; MATA; KRUGER, 2000) (SNOW; JURAFSKY;
NG, 2005) e andlise estatistica como co-ocorréncia e ponderagédo de termos
baseada na freqiiéncia (HARRIS, 1968) (MAEDCHE; STAAB, 2004). Apesar de tais
métodos estarem bem consolidados, avaliagbes de abordagens propostas
(CIMIANO; HOTHO; STAAB, 2004a) evidenciam que, apesar das técnicas propostas
diminuirem o esforco do especialista humano ainda had a necessidade de sua
interferéncia no processo, refinando, estendendo e corrigindo as ontologias
aprendidas.

Este trabalho abordou o problema da aprendizagem de ontologias a partir
de fontes textuais a partir da aprendizagem estatistica relacional, utilizando a mesma
para agrupar termos com significados semelhantes e descobrir relacionamentos
taxondmicos a partir das dependéncias sintaticas e relacionamentos de hiperonimia
entre os termos. Os resultados da avaliagéo realizada mostram que esta é uma
abordagem promissora para melhorar a efetividade da aprendizagem de ontologias.
Entretanto este ainda é um problema em aberto, uma vez que os resultados
mostram que ainda ha espaco para melhorar a efetividade da abordagem proposta.
Além disso, apenas as camadas de extracdo de conceitos e de hierarquias foram
contempladas, ndo tendo sido abordadas as camadas de relacionamentos né&o

taxondmicos e de axiomas.
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6.1 Resultados

Este trabalho apresentou uma abordagem para a extragao de hierarquias
de conceitos a partir de fontes textuais. O processo proposto € composto por duas
técnicas: a PRECE para a extracdo de conceitos e a PREHE para organizar
hierarquicamente os conceitos extraidos. Estas técnicas combinam idéias de varios
meétodos do estado da arte com as redes logicas de Markov, um modelo de
aprendizagem estatistica relacional. Através das redes logicas de Markov é possivel
utilizar o poder expressivo da légica de primeira ordem para representar os
relacionamentos entre os termos bem como utilizar a teoria da probabilidade, através
das redes de Markov, para lidar com o ruido presente em textos em linguagem
natural.

As redes logicas de Markov n&o trabalham diretamente com textos em
linguagem natural. Por isso, a fase de pré-processamento do processo proposto
extrai dados do corpus, como os termos relevantes e as dependéncias sintaticas
entre eles, e os representa no formato com o qual as RLMs podem trabalhar. No
processo proposto também ha uma etapa de pds-processamento que visa escrever
em uma linguagem de especificagdo de ontologias, o OWL, o resultado produzido
pela aplicacéo das técnicas PRECE e PREHE.

As abordagens estatisticas tradicionais assumem que os dados sé&o
independentes e identicamente distribuidos (i.i.d.), ou seja, ndo consideram os
relacionamentos entre os objetos do dominio. Foi dito na parte introdutéria deste
trabalho que uma vez que os termos apresentam relacionamentos sintaticos (as
dependéncias sintaticas) e seméanticos (hiperonimia), assumir que os dados sao i.i.d.
no problema da aprendizagem de ontologias poderia implicar em uma perda na
efetividade. Os experimentos conduzidos neste trabalho mostraram que
considerando as dependéncias sintaticas e os relacionamentos de hiperonimia entre
os termos, as técnicas PRECE e PREHE conseguiram bons resultados se
comparados aos atingidos por técnicas do estado da arte. Isto € uma evidéncia de
que a aprendizagem estatistica relacional é, de fato, uma abordagem promissora
para a descoberta de conhecimento em fontes textuais.

Uma das limitagdes da aprendizagem proposta €& que ela ¢é

supervisionada, requerendo portanto uma ontologia e um corpus para o treinamento.
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A efetividade das técnicas PRECE e PREHE é portanto limitada pela qualidade da
ontologia utilizada na aprendizagem de pesos. Uma maneira de superar este
problema é através da aprendizagem nao supervisionada de RLMs. Poon e
Domingos (2008), por exemplo, realizam resolugéo de correferéncia de forma néo
supervisionada utilizando RLMs.

Outra desvantagem da abordagem proposta foi a baixa precisdo
taxonbmica obtida pela técnica PREHE nos experimentos realizados. Isto € um
indicio de que algumas das dependéncias sintaticas consideradas nao constituem
uma evidéncia soélida da presenca de um relacionamento taxondmico. Este problema
pode ser tratado considerando apenas as dependéncias sintaticas mais relevantes.
Exemplos de medidas que podem determinar a relevancia de uma dependéncia
sintatica, baseando-se na freqiéncia com que elas aparecem no corpus € a
informagédo muatua (HINDLE, 1990) e a medida apresentada por Resnick (1997).

Entretanto, € necessario observar que a comparagédo com uma ontologia
de referéncia, realizada neste trabalho, indica o quanto as técnicas para a extracéo
automatizada de ontologias se aproximam do julgamento dos especialistas de
dominio que desenvolveram a ontologia de referéncia utilizada. Através dessa
avaliacdo ndo é possivel determinar o quanto uma ontologia € adequada a uma
determinada tarefa. Além disso, se a ontologia de referéncia apresentar problemas
de modelagem, o método de avaliacdo aqui utilizado recompensa ontologias com

problemas similares e penaliza aquelas que nao os tém.

6.2 Trabalhos futuros

Dadas as limitagdes discutidas da comparagdo com uma ontologia de
referéncia para a avaliagdo de métodos de aprendizagem de ontologia, € proposta
como trabalho futuro a avaliacdo das técnicas PRECE e PREHE utilizando uma
aplicacédo (PORZEL; MALAKA, 2004). Para esta tarefa propde-se a avaliagdo do
modelo de recuperacdo de informagédo baseado em ontologias proposto por Silva,
Girardi e Drumond (2009). Esta avaliacdo sera feita testando o mesmo com

ontologias construidas utilizando diferentes abordagens e medindo a sua efetividade
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com cada ontologia. Assim também sera possivel testar a abordagem proposta em
dominios diferentes daqueles utilizados neste trabalho.

Outro aspecto das técnicas propostas a ser avaliado € a complexidade
das mesmas. E necessario avaliar se a complexidade introduzida pela aprendizagem
estatistica relacional € compensada pelos resultados. Deste modo, a avaliacdo da
complexidade das técnicas PRECE e PREHE e das técnicas do estado da arte aqui
analisadas é proposta. Os resultados dessa andlise de complexidade devem ser
comparados com a efetividade de cada técnica avaliada.

Juntas as técnicas PRECE e PREHE se mostraram capazes de extrair
uma hierarquia de conceitos a partir de um corpus de texto. Entretanto, de acordo
com a equagdo 1, uma ontologia € mais do que uma hierarquia de conceitos. O
proximo passo neste trabalho é aprender os relacionamentos n&o taxonémicos, os
axiomas e as instancias da ontologia.

A abordagem com redes logicas de Markov pode ser estendida também
para as camadas subseqiientes da aprendizagem de ontologias. Por exemplo, a
extragdo de relacionamentos nao taxondmicos pode ser abordada através da
invencao estatistica de predicados (KOK, DOMINGOS, 2007). A invencéao estatistica
de predicados consiste em descobrir novas propriedades e relacionamentos em
dados estruturados. Os dados estruturados podem ser obtidos através da fase de
pré-processamento do processo descrito no Capitulo 4 e os relacionamentos
descobertos podem ser mapeados para relacionamentos ndao taxonémicos. A
extragcdo de axiomas, por sua vez, pode ser realizada através da aprendizagem de
estrutura de redes logicas de Markov (KOK, DOMINGOS, 2009), uma vez que as
férmulas de uma RLM podem ser mapeadas para axiomas de uma ontologia.

Outro tépico promissor para pesquisa € combinar abordagens que
exploram diferentes tipos de fontes de dados. Para se tornar mais efetiva em
ambientes como a Web, a abordagem aqui proposta poderia ser estendida para tirar
proveito da estrutura de links da Web tradicional, por exemplo, ou ser combinada
com abordagens para aprendizagem de ontologias a partir de folksonomias (BENZ,
2007) (MARINHO; BUZA; SCHMIDT-THIEME, 2008), que se tornaram populares

com o advento da Web 2.0.
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APENDICE A - Rede légica de Markov utilizada pela técnica PRECE

Os pesos foram aprendidos a partir do corpus Genia (OHTA; TATEISI;
KIM, 2002) no experimento descrito na Se¢éo 5.4.

Peso Formula
5.88725 —SameMeaning( t,,t,)
0.0345846 HasTerm(d,t;) A HasTerm(d,t;) = SameMeaning(t;,t;)
3.3345 Hypernym(ts, t;) A Hypernym(ts, t,) = SameMeaning(ty,t,)
0.790565 Hypernym(ts, t;) A Hypernym(t,,t,) A =SameMeaning(ts,t,)

= —SameMeaning(t,,t,)

0.778915 Depends(ts, t;,Dep) A Depends(ts,t,, Dep) = SameMeaning(ty,t,)

2.2124 Depends(t;,t;,NSUB]) A Depends(ts,t,, NSUB]) = SameMeaning(tq,t;)

1.45431 Depends(t;, t;,CON]) A Depends(ts,t,, CONJ) = SameMeaning(ty,t;)

2.05647 Depends(ts, t;,DOBJ) A Depends(ts, t,, DOB]) = SameMeaning( t,,t,)

2.44838 | Depends(ts, t;, CCOMP) A Depends(ts, t,, CCOMP) = SameMeaning(ty,t,)

1.55356 Depends(ts, t;,NN) A Depends(ts, t,,NN) = SameMeaning(ty,t,)

1.50767 Depends(ts, t;, NSUBJPASS) A Depends(ts, t,, NSUBJPASS)

= SameMeaning( t,,t,)

1.53968 | Depends(ts, t;, APPOS) A Depends(ts, t,, APPOS) = SameMeaning( ty,t;)

1.82079 Depends(ts, t;, RCMOD) A Depends(ts, t;, RCMOD)

= SameMeaning(t;,t,)

0.821218 | Depends(ts, t;, TMOD) A Depends(ts, t,, TMOD) = SameMeaning( t,,t,)

0.233324 | Depends(ts, t;, AMOD) A Depends(ts, t,, AMOD) = SameMeaning( t,,t,)

1.06635 Depends(t, t;, POSS) A Depends(ts, t,, POSS) = SameMeaning(ty,t,)
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APENDICE B - Rede légica de Markov utilizada pela técnica PREHE

Os pesos foram aprendidos a partir do corpus Genia (OHTA; TATEISI;
KIM, 2002) no experimento descrito na Se¢éo 5.5.

Peso Formula
3.48646 —Kind_of (cq, c3)
14.3513 Kind_0f (¢, c;) = —Kind_of (¢c3,¢;)
1.54267 F(cy,t)) A F(cyty) A Hypernym(ty,t,) = Kind_of (cy,c,)
1.33383 F(cy,t1) A F(cpty) A F(ep,ty) A =F(cyty) = Kind_0f (cq,c3)
0.693368 F(cy,t1) A F(cy,ty) A Depends(ts, ty, DEP) A Depends(ts, t,, DEP)

= Kind_of (cq,¢3)

4.29078 F(cy,t1) A F(cy,ty) ADepends(ts, ty, NSUB]) A Depends(ts, t,, NSUBJ)
= Kind_of (c4,¢3)

0.91315 F(cy,t1) A F(cy,ty) ADepends(ts, ty, CONJ) A Depends(ts,t,, CONJ)
= Kind_of (cq,¢3)

1.61126 F(cy,t1) A F(cy,ty) A Depends(ts, ty, DOB]) A Depends(ts,t,, DOBJ)
= Kind_of (cq,¢3)

0.199214 F(cy,t1) A F(cyty) A Depends(ts, ty, CCOMP) A Depends(ts, t,, CCOMP)
= Kind_of (cq,¢3)

4.22751 F(ci,t1) A F(cy,ty) A Depends(ts, ty,NN) A Depends(ts,t,, NN)
= Kind_of (c4,¢3)
4.18069 F(cq,t1) A F(cy,ty) A Depends(ts, ty, NSUBJPASS)

A Depends(ts, t,, NSUBJPASS) = Kind_of (cq,C3)

3.21001 F(cy,t1) A F(cy,ty) A Depends(ts, ty, APPOS) A Depends(ts, t,, APPOS)
= Kind_of (cq,¢3)

1.52378 F(cy,t1) A F(cyty) A Depends(ts, ty,RCMOD) A Depends(ts,t,, RCMOD)

= SameMeaning(ty,t,)

0.171287 F(ci,t1) A F(cyty) A Depends(ts, t;, TMOD) A Depends(ts,t,, TMOD)
= Kind_of (cq,¢3)
0.2355 F(ci,t1) A F(cy,ty) A Depends(ts,t;, AMOD) A Depends(ts,t,, AMOD)

= Kind_of (c4,¢3)
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APENDICE C - Ontologia gerada com as técnicas PRECE e PREHE a partir do

corpus LonelyPlanet
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ANEXOS



ANEXO A - Conjunto de Tags Penn Treebank
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Conjunto de tags descritas por Marcus, Santorini e Marcinkiewicz (1993).

Tag

Significado

cc
cD
DT
EX
FW
IN

Il
IR
s
LS
MD
NN
NNS
NP
NPS
PDT
POS
PP
PP$
RB
RBR
RBS
RP
SYM
TO
UH
VB
VBD
VBG
VBN
VBP
VBZ
WDT
wp
WPS
WRB

Coordinating conjunction
Cardinal number
Determiner

Existential there

Foreign word

Preposition or subordinating conjunction

Adjective

Adjective, comparative
Adjective, superlative

List item marker

Modal

Noun, singular or mass

Noun, plural

Proper noun, singular

Proper noun, plural
Predeterminer

Possessive ending

Personal pronoun

Possessive pronoun

Adverb

Adverb, comparative

Adverb, superlative

Particle

Symbol

To

Interjection

Verb, base form

Verb, past tense

Verb, gerund or present participle
Verb, past participle

Verb, non-3rd person singular present
Verb, 3rd person singular present
Wh-determiner

Wh-pronoun

Possessive wh-pronoun
Wh-adverb
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ANEXO B - As dependéncias de Stanford

Dependéncias descritas e detalhadas por Marneffe e Manning (2008).

Tipo da Significado

Dependéncia

dep Dependent

aux Auxiliary

auxpass passive auxiliary

cop Copula

arg Argument

agent Agent

comp Complement

acomp adjectival complement

attr Attributive

ccomp clausal complement with internal subject
xcomp clausal complement with external subject
compl Complementizer

obj Object

dobj direct object

iobj indirect object

pobj object of preposition

mark marker (word introducing an advcl )
rel relative (word introducing a rcmod)
subj Subject

nsubj nominal subject

nsubjpass passive nominal subject
csubj clausal subject

csubjpass passive clausal subject

cc Coordination

conj Conjunct

expl expletive (expletive \there")
mod modifier

abbrev abbreviation modifier
amod adjectival modifier

appos appositional modifier

advcl adverbial clause modifier
purpcl purpose clause modifier
det Determiner

predet Predeterminer

preconj Preconjunct

infmod infinitival modifier

partmod participial modifier

advmod adverbial modifier

neg negation modifier

rcmod relative clause modifier




guantmod
tmod
measure
nn

num
number
prep

poss
possessive
prt
parataxis
punct

ref

sdep
xsubj

guantifier modifier
temporal modifier
Measure

noun compound modifier
numeric modifier
element of compound number
prepositional modifier
possession modifier
possessive modifier ('s)
phrasal verb particle
Parataxis

Punctuation

Referent

semantic dependent
controlling subject
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